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Finansowanie prac badawczych

Prezentowane badania nad syntaktyczng i semantyczna analiza danych tekstowych z wyko-
rzystaniem modeli Markowa realizowanych sprzetowo wykonane zostaly przy wsparciu z dotacji
celowej numer: 517-05-023-4781/17, przyznanej przez Ministerstwo Nauki i Szkolnictwa Wyz-
Szego.

1 Aktualno$é problemu

Analiza syntaktyczna i semantyczna odgrywaja wazng role w automatyzacji przetwarza-
nia danych tekstowych. Przewaznie rozpoznawanie kategorii syntaktycznych dokonywane jest
w pierwszej kolejnosci, a na podstawie otrzymanej struktury sktadniowej wykonywana jest ana-
liza semantyczna. Podobnie jest réwniez w rozprawie, gdzie na podstawie otrzymanej struk-
tury skladniowej dokonywana jest analiza pola semantycznego wybranego wyrazu (ang. Word
of Interest) w badanym tekscie. Na przelomie ostatnich dwéch dekad naukowcy zaproponowa-
li wiele systeméw dokonujacych syntaktyczno-semantycznej analizy o réznorodnej specjalizacji
tematycznej (Bos| 2011, |(Cambria & White [2014). Wciaz poszukiwane sa coraz nowsze meto-
dy wykorzystujace techniki uczenia maszynowego zaréwno z nadzorem, jak i bez. Najwickszy
postep w tej dziedzinie wspdlgra z popularnoscia jezyka, dla ktérego dany system jest rozwija-
ny — nie dziwi wiec fakt, ze dla jezyka angielskiego dostepne sa najbogatsze bazy danych (tj.
PropBank (Palmer et al. 2006), NomBank (Meyers Adam & Macleod|2008), Penn Treebank
(Taylor et al.||2003)) odpowiednio oznakowanych tekstéw (syntaktycznie, ale i semantycznie).
Dla mniej popularnych jezykéw tworzone sa réwniez podobne bazy danych (np. Skladnica)
gléwnie za sprawa rozwoju technik parsowania i projekcji oznaczen z innego jezyka (Pado &
Lapata|2009). Nadal jednak oznaczanie danych tekstowych czeSciami mowy i czeSciami zdania
jest skomplikowanym zadaniem wymagajacym intensywnych obliczen. Choé¢ nowoczesne techni-
ki czesto pozwalajg osiagnaé¢ wystarczajaca doktadnosé analizy, to wciaz jest wiele do zrobienia
w kierunku optymalizacji stosowanych metod.

Wielu badaczy (Lluis & Marquez 2008, |Lluis|[2008) Dai et al.|2009, [Samuelsson et al./ 2008,
Llus et al.2013) uznalo, ze system realizujacy interakcje miedzy analiza skladniowa i semantycz-
na umozliwia uzyskanie jakosciowo lepszego wyniku niz w analogicznych systemach, w ktorych
te czynnosci sg wykonywane oddzielnie.

Dzi$ jest oczywiste, ze z powodu niejasnosci w konstrukeji jezyka naturalnego (Przepior-
kowski et al.|[2012), budowa drzew skladniowych z duza dokladno$cia nie moze ograniczaé sie
tylko do znajomosci gramatyki jezyka dotyczacej czesci mowy i cech morfologicznych. Niejedno-
znaczno$¢ jezyka naturalnego wymaga opracowania specjalnych analizatorow wykorzystujacych
metody statystyczne i podejscia z uzyciem technik uczenia maszynowego. W szczegdlnosci, |Prze-
piorkowski et al.| (2012, str. 52) stwierdzaja, ze

o(--.) W wypadku korpuséw znacznie wiekszych, takich jak nalezgcy obecnie do naj-
wiekszych na swiecie Narodowy Korpus Jezyka Polskiego, jedyng moZzliwoscig jest
anotacja automatyczna, za pomocq specjalnie do tego stworzonych programow kom-
puterowych. Programy takie muszq sie jednak nauczyé znakowac teksty, a do tego
potrzebujg. . . tekstow znakowanych przez czlowieka. Stegd wlasnie potrzeba stworze-
nia recznie anotowanego podkorpusu NKJP (...)

oraz

»(-..) Bezposrednie sformalizowanie lingwistycznych regul znakowania okazuge sie za-
daniem znacznie trudniejszym niz stworzenie takiego korpusu treningowego (...)“

Dlatego tez w dzisiejszych parserach tekstéw w jezyku naturalnym czesto analizowana jest
nie tylko informacja o czesci mowy, cechach morfologicznych i cechach strukturalnych, ale takze
znaczenie leksykalne wyrazéw, co w pewnym sensie jest forma znajomosci semantyki jezyka
(Baroni & Zamparelli/2010).



Do dalszego rozwoju metod analizy syntaktycznej i semantycznej przyczynili sie¢ uczestnicy
konkursu CoNLL Shared Task 2008 (Surdeanu et al.[2008|) oraz CoNLL Shared Task 2009 (Hajic
et al.[[2009). W 2008 roku analiza dotyczyla tylko jezyka angielskiego. W 2009 roku uczestnicy
dokonali analizy sze$ciu kolejnych jezykow: katalonskiego, chinskiego, czeskiego, japonskiego,
niemieckiego i hiszpanskiego. Szeé¢ druzyn bioracych udzial w konkursie w 2008 roku i czte-
ry zespoly w 2009 roku zastosowaly metody, ktére w pewien sposob taczyly metody analizy
sktadniowej i semantyczne;j.

W pracach (Lluis & Marquez 2008, [Lluis|/[2008)) opisano system, ktéry zostal zgloszony do
konkursu w 2008 roku, a w pracy (Lluis et al.[2009) przedstawiono modyfikacje systemu, ktéry
brat udzial w konkursie rok pézniej. Syntaktyczna i semantyczna analiza w tych systemach byta
realizowana poprzez budowanie drzewa zaleznosci réwnoczesnie z utworzeniem etykiet relacji
semantycznych. Do wstepnego i gléwnego parsera zastosowano algorytm Eisnera (Eisner|1996)).
Badania eksperymentalne nad ta metoda wykazaly, ze polaczona analiza nie wplywa na wyni-
ki parsera syntaktycznego, ale poprawia jakosS¢ rozpoznawania semantycznego w stosunku do
systemu, w ktérym analizy syntaktyczna i semantyczna sa wykonywane osobno.

System opisany w pracy (Henderson et al.|2008) przedstawia analizator korzystajacy z meto-
dy ,,shift—reduce‘ﬂ z rownolegta budowsg konstrukcji sktadniowej i semantycznej zdania. W celu
predykcji struktury zaleznosci dla analizatora przeszkolony zostal model oparty o dynamiczna
sie¢ Bayesa — zmieniajacg swoja strukture na podstawie wstepnie okreslonego stanu wyjsciowego
(Titov & Henderson 2007)). Doswiadczenia przeprowadzone w badaniach wykazaly, ze w przy-
padku braku wspélpracy pomiedzy analiza syntaktyczna i semantyczna znacznemu pogarszaniu
ulega jakosé analizy semantycznej. W pracach (Gesmundo et al. 2009, Henderson et al. 2013
autorzy wykazali réwniez, ze integracja analizy syntaktycznej i semantycznej moze nieznacznie
obnizaé¢ jako$¢ tej pierwszej. W pracy (Samuelsson et al.2008]) zastosowano polaczenie o$miu
parserow skonstruowanych na podstawie roznych konfiguracji systemu MaltParsera, co pozwo-
lito na znaczne zwiekszenie jakosci analizy w poréwnaniu z wynikami najlepszego pojedynczego
analizatora. W pracy (Dai et al.|[2009) wdrozone zostalo podejécie, w ktérym rozpoznawanie ka-
tegorii syntaktycznych i semantycznych wykonywane jest sekwencyjnie. Eksperymenty wykazaty,
ze takie podejscie moze réwniez znacznie poprawic efekt analizy. Autorzy sformutowali wniosek,
ze efekt dalszej analizy zalezy od jako$ci wstepnego rozpoznawania kategorii syntaktycznych.
Z kolei |Sun et al. (2008) realizowali podejscie, ktore taczy w sobie etapy wstepnej analizy skta-
dniowej i semantyczne poszukiwania argumentéw za pomoca modelu Markowa z wykorzystaniem
maksymalnej entropii (McCallum et al.|2000).

Wisréd ostatnich publikacji dotyczacych analizy sktadniowej i semantycznej, oprocz prac uka-
zujacych rezultaty seminarium CoNLL Shared Task nalezy zauwazy¢ pozycje (Llus et al.[2013),
ktéra proponuje podejécie do maksymalizacji wspdlnej oceny struktur sktadniowych i semantycz-
nych. Doprowadzilo to do bardziej precyzyjnego okreslenia funkcji semantycznych w poréwnaniu
z uktadem, w ktérym te dwa typy analizy prowadzone sg oddzielnie.

Jak wida¢, stosowane przez badaczy metody wykraczaja daleko poza proste techniki zliczania
tokenow, kolokacji i semantycznych klas stéw na etapie analizowania. Niektorzy badacze propo-
nuja podejicie alternatywne do tradycyjnego, kiedy to analiza syntaktyczna budujaca drzewo
sktadniowe $cisle poprzedza analize semantyczna (ktéra stanowi reprezentacje znaczenia tekstu)
i tacza te dwa rodzaje analiz w ramy jednej procedury. Istnieja parsery od razu budujace glebo-
kie semantyczne struktury, bez struktur skladniowych poérednich — co calkowicie usuwa granice
miedzy analiza skladniowa i semantyczna (Grefenstette et al.[2014).

Badania z zakresu lingwistyki komputerowej koncentruja sie nad rozwigzaniami pozwala-
jacymi na skuteczne przeprowadzenie wysoce doktadnej analizy tekstéw zapisanych w jezyku
naturalnym. W dynamicznie rozwijajacej si¢ dziedzinie uczenia maszynowego poszukuje sie inno-
wacyjnego podejscia wykonujacego obliczenia w najefektywniejszy sposéb. Dobrym przyktadem

'Parser przesuwa (ang. shift) symbole na stos. Jedli symbole ze stosu pasujg do prawidlowej reguly gra-
matycznej w biezacym kontekscie, woéwczas analizator sktadni redukuje (ang. reduce) je zastepujac symbolem
nieterminalnym.



jest tu dziedzina nauczania sztucznych sieci neuronowych przechodzaca swdj renesans za sprawa
glebokiego uczenia (ang. deep learning), ktére potwierdzito swoja skutecznosé w wielu dziedzi-
nach rozpoznawania wzorcéw (Lecun et al.|2015| [Schmidhuber|2015). Jednakze nowe podejscie —
cho¢ skuteczne — jest wyjatkowo wymagajace obliczeniowo (obliczanie odpowiedzi wielowarstwo-
wej sieci liczacej czesto tysigce neurondow w kazdej z warstw, w ktérych przetwarzanie informacji
dokonywane jest na réznych poziomach abstrakcjiﬂ). Dlatego tez wiele osrodkéw badawczych
i przemystowych prowadzi intensywne badania w celu stworzenia nowych wydajnych rozwiazan
sprzetowych (Gupta et al. 2015a, Zhang et al.|[2015, (Ovtcharov et al. 2015). Wykorzystujac
dedykowane rozwigzania sprzetowe mozliwe jest osiagniecie wysokiego stopnia zréwnoleglenia
algorytméw uczenia maszynowego (Pietras 2014)). Szczegélne znaczenie ma to dla rozwiazan
stosujacych chmury obliczeniowe (ang. cloud computing). Przykladowo firma Google budowe
zaplecza swoich ustug z zakresu uczenia maszynowego i sztucznej inteligencji oparta na wta-
snym wyspecjalizowanym chipie TPU (ang. Tensorflow Processing Unit) (Yunfei 2017), podczas
gdy firma Microsoft zdecydowala sie na zastosowanie uktadéw FPGA (ang. Field-Programmable
Gate Array — bezposrednio programowalna macierz bramek). Dzieki rekonﬁgurowalnoécﬁ tych
uktadéw — czyli mozliwoéci zmiany struktury obliczeniowej w trakcie pracy ukladu — tatwo
przetaczyé kontekst aplikacji. Oznacza to, ze w jednej chwili mozliwe jest na przyktad przetwa-
rzanie tekstu, a nastepnie rozpoznawanie obrazéw przy wykorzystaniu fizycznie tej samej czesci

zasobow FPGA.

2 Przedmiot badan

W rozprawie duza uwaga przywiazywana jest do efektywnej sprzetowej realizacji algoryt-
mow programowania dynamicznego wykorzystywanych w metodach analizy danych tekstowych.
Nalezy wyjasni¢, ze pod pojeciem ,realizacji sprzetowej“ algorytmu rozumiane jest wykonanie
algorytmu przy uzyciu ukladu logicznego (zbiér bramek logicznych) lub obwodu elektronicz-
nego, nie za$ tradycyjnego programu komputerowego uruchomionego na procesorze ogdlnego
przeznaczenia (CPU). W przypadku rozprawy wybrane algorytmy zrealizowane sa przez od-
powiednio polaczone bramki logiczne w blokach uktadu cyfrowego FPGA z wykorzystaniem
jezyka opisu sprzetu VHDL (ang. Very High Speed Integrated Circuit Hardware Description
Language). Checac dokonaé sprzetowej realizacji pewnych algorytméw trzeba zmierzy¢ sie nie
tylko z zagadnieniami zréwnoleglania petli czy ograniczeniami zasobéw, ale przede wszystkim
z problemami wynikajacymi z utraty stabilno$ci numerycznej (Pietras 2015, Gupta et al.|2015b,
Hulden|2012). Obliczenia stosowane w réznych podejsciach probabilistycznych (np. w modelach
Markowa, sieciach bayesowskich) maja tendencje do utraty stabilnosci gléwnie ze wzgledu na
rodzaj wykonywanych obliczen oraz wlasnosci maszynowych reprezentacji liczb (w szczegélnosci
reprezentacji wg standardu IEEE 754).

Zaprezentowane metody, wykorzystujace ukryte modele Markowa (ang. Hidden Markov Mo-
dels), pozwalaja na pozyskiwanie informacji ze zrédel internetowych w taki sposéb, ze dla poda-
nego na wejsciu adresu URL (ang. Uniform Resource Locator) strony internetowej analizowany
jest jej kod HTML, w wyniku czego rozpoznawana jest najpierw tres¢ wlasciwa zawartego
na stronie artykutu (czyli odfiltrowane zostaja elementy graficzne strony, reklamy, komentarze,
forum dyskusyjne, podpisy rysunkéw, itp.), nastepnie przeprowadzana jest syntaktyczna
analiza tej tresci (oznaczanie czeSciami mowy i czeSciami zdania), i wreszcie dla wybranych
istotnych informacji tworzony jest opis na réznych poziomach semantyki leksykalnej.

W rozprawie jako teoretyczna podstawe do reprezentowania semantyki tekstu zapropono-
wano autorskg warstwowa strukture ukrytych modeli Markowa, gdzie na kolejnych poziomach

2Czesto etapy ekstrakcji i selekcji cech osadza sie w konwolucyjnych sieciach neuronowych (czyli opartych na
operacji mnozenia splotowego znanego z dziedziny przetwarzania obrazéw), gdzie kazdy neuron stanowi pewien
filtr cech, stad wiele cech przektada sie na duza liczbe neurondéw.

3Rozréznia si¢ rekonfiguracje catosciows i czedciows uktadu FPGA oraz rekonfiguracje statyczna (kiedy uktad
jest nieaktywny) i dynamiczng (podczas pracy ukltadu) (Aithal[2016).



przetwarzania odbywa sie: pozyskiwanie tresci wlasciwej, a nastepnie anotacja tej tresci przypi-
sujaca wyrazom kategorie syntaktyczne i dalej kategorie zaleznoéciowe. Tym samym analiza na
wyzszym poziomie positkuje sie informacjami uzyskanymi z analizy na nizszym poziomie prze-
twarzania. Model ten znajduje zastosowanie w wielu przypadkach przetwarzania tekstéw jezyka
naturalnego, w tym opisu semantycznego. Jako autorskie elementy opracowanego rozwiazania
nalezy wskazaé¢ przede wszystkim: zaprojektowanie modeli HMM (czyli odpowiedni dla realizo-
wanych zadan dobér przestrzeni stanéw i obserwacji), a takze propozycje technik prowadzenia
obliczen w ramach tych modeli z zachowaniem stabilno$ci numerycznej (w szczegélnosci przy
ograniczonej precyzji zmiennoprzecinkowej). Dzigki powyzszym mozliwa jest dalsza — seman-
tyczna — analiza tekstu, ktéra nie zawiera juz elementéw nowatorskich i jest przeprowadzana
z wykorzystaniem zasobow Stowosieci (Maziarz et al.[2016). Na tym etapie odbywa sie identyfi-
kacja funkcji semantycznej (Fillmore [1968)), a w szczegblnosci badanie pola semantycznego (Gao
& Xul[2013) wybranych wyrazéw. Gromadzony jest opis (synonimy, asocjacje, cechy i dzialania
podmiotu, dzialania wobec podmiotu) z uwzglednieniem réznych relacji semantyki leksykalnej
takich jak np.: hiperonimia, hiponimia i kohiponimia.

Rysunek (1, wzorowany na diagramach z prac (Wréblewska & Przepiérkowski 2014, str. 27)
i (Przepiorkowski et al. [2012] str. 124), przedstawia pogladowo skladniowa strukture przykla-
dowego zdania ,Ignacy chetnie opowiada o swojej rodzinie “ z uwzglednieniem zaleznosci i mor-
fologii wyrazéw. W typowym prostym zdaniu predykat jest zwykle czasownikiem, natomiast
argument reprezentuje fraza odrzeczownikowa.

Argument  )!( Predykat ) ( Argument
\ Czedci zdania ) subj adjunct | pred : adjunct comp ! punct
———_ | (podmiot) (przydawka) | rzeczen ! (przydawka) ~ (dopefnienie)  i(kropka)
[ CzeScimowy ) | subst adv | verb prep adj subst | interp
~—— -~ 7 | (rzeczownik (przystowek) | (czasownik) (prz k) (prz. otnik)  (rzeczownik) (ipterpunkcja
(Morfologia wyrazu) | Ignac-y chetn-ie | o-powiad-a | 0o  swoj-ej rodzin-ie | .

Ignacy chetnie opowiada o swojej rodzinie .

Rysunek 1: Sktadniowa struktura zdania z uwzglednieniem morfologii wyrazdw.
(Zrédlo: opracowanie wlasne).

Warto zauwazyé¢, ze wiele metod okreslania funkcji semantycznej korzysta z analizy syn-
taktycznej. Wykazano, ze jako$¢ wynikéw analizy syntaktycznej ma duzy wplyw na prawidlo-
we okreslenie funkcji semantycznej (Punyakanok et al. 2008, (Ge & Mooney|[2005)). W pracy
(Meza-Ruiz & Riedel 2009) wykorzystano model, oparty na logice Markowa, do identyfikacji
stow bazowych, argumentéw i predykatéw. Istnieja rowniez modele statystyczne uzywane do
wspdlnej oceny calej semantycznej struktury zdania. Model opisany w pracy (Cohn & Blunsom
2005)), oparty na warunkowych polach losowych, dokonuje identyfikacji argumentéw i przypisa-
nia im funkcji semantycznych. W pracy (Abney & Light|1999) do okreslenia predykatéw i ich
argumentow wykorzystano ukryty model Markowa.

Metody uczenia maszynowego z pelnym nadzorem potwierdzily w wielu réznych opracowa-
niach swoja skutecznos¢ w wykonywaniu zadan zwigzanych z rozpoznawaniem funkcji seman-
tycznej. Prowadzenie prac dotyczacych zastosowania metod uczenia maszynowego w celu okre-
Slania semantyki dla tekstow w jezyku polskim jest utrudnione przez brak odpowiednio duzych
oznaczonych korpuséw, ktére moglyby stanowié¢ material uczacy. Stad i badan poswieconych
problemowi automatycznego okreslania struktury semantycznej w tekstach w jezyku polskim
jest niewiele. Do rozwoju tej dziedziny przyczynili sie tworcy zasobow Skladnicy Treebank (Haj-
nicz 2014) jak i Stowosieci (Maziarz et al.[2016)), ktére to zasoby wykorzystane zostaly réwniez
w rozprawie do maszynowego nauczenia modeli i analizy semantycznej tekstow w jezyku polskim.



3 Metody naukowe stosowane podczas wykonywania badan

We wczesnej fazie prac badawczych zastosowana zostata metoda intuicyjna. Badane zjawiska
utraty dokladnosci towarzyszace sprzetowej realizacji algorytméw o zredukowanej reprezentacji
zmiennoprzecinkowej wymagaly wyjasnienia, wskazania zalozen, ustalenia hipotez oraz wyboru
metody roboczej. Sposréd metod stosowanych w trakcie prowadzania badan wyrdznié¢ nalezy

ponizsze.

e Metoda obserwacyjna

Obserwacja wptywu wielkoéci skrajnych prawdopodobienstw wystepujacych w mode-
lu HMM oraz reprezentacji zmiennoprzecinkowej na utrate stabilno$ci numerycznej
przy wykonywaniu algorytmoéw ukrytych modeli Markowa podczas badania dtugich
sekwencji obserwacji.

e Metoda eksperymentalna

Eksperymenty z grupowaniem informacji z przestrzeni tekstowej i miedzytekstowe]
dla danych zapisanych w formacie HTML.

Eksperymenty z zastosowaniem metod pétautomatycznego nauczania ukrytych mo-
deli Markowa w celu pozyskiwania informacji z danych zapisanych w formacie HTML.

Eksperymenty z doborem przestrzeni stanéw w ukrytych modelach Markowa.

Eksperymenty z doborem gramowosci w n-gramowej obserwacji w ukrytym modelu
Markowa.

Eksperymenty z zastosowaniem metod wygltadzania przy maszynowym uczeniu ukry-
tych modeli Markowa.

Eksperymenty obliczeniowe algorytméw przetwarzania ukrytych modeli Markowa z
redukcja precyzji reprezentacji liczb zmiennoprzecinkowych.

Eksperymenty rearanzacji algorytmow przetwarzania ukrytych modeli Markowa w
celu ich efektywnej implementacji sprzetowe;j.

e Metoda statystyczna

Szacowanie wartosci parametrow w ukrytych modelach Markowa.

Okreslenie jakosci odwzorowania wyrazéw przy wykorzystaniu afikséw brzegowych w
obserwacji w ukrytym modelu Markowa.

Okreslenie jakosci detekcji za pomoca miar precyzji dla modeli HMM przeznaczonych
do pozyskiwania informacji ze zrédet HTML.

Okreslenie jakosci detekcji za pomoca miar precyzji, czutosci i F1 dla modeli HMM
przeznaczonych do rozpoznawania czesci mowy w zdaniu.

Okreslenie jakosci detekcji za pomoca miar precyzji, czutoéci i F1 dla modeli HMM
przeznaczonych do rozpoznawania typow relacji zalezno$ciowych w zdaniu.

Poréwnanie uzyskanych wynikéw z wynikami raportowanymi w innych pracach na-
ukowych.

e Metoda indywidualnych przypadkow

Anotacja cze$ciami mowy wybranych zdan.
Anotacja typéw relacji zalezno$ciowych w wybranych zdaniach.

Opis informacji na roznych poziomach semantyki leksykalnej na podstawie analizo-
wanego tekstu.



4 Gloéwny cel rozprawy

Gléwnym celem rozprawy jest zaprojektowanie ukrytych modeli Markowa, ktére pozwo-
la na analize danych tekstowych poprzez algorytmy programowania dynamicznego realizowane
sprzetowo.

W powyzszym celu gldwnym mieszczg sie nastepujace cele szczegdlowe:
1. opracowanie metody pozyskiwania istotnych danych tekstowych ze zZrédet HTML,
2. opracowanie metody oznaczania tekstu cze$ciami mowy i cze$ciami zdania,

3. opracowanie metody opisu istotnych informacji w tekécie na réznych poziomach semantyki
leksykalnej,

4. sprzetowa realizacja modeli Markowa z mozliwosScig redukeji precyzji zmiennoprzecinkowej
przy zachowaniu zatozonej doktadnosci.

Odnosnie drugiego punktu nalezy zaznaczy¢, ze oznaczanie tekstu czesciami mowy (np. rze-
czownik, czasownik, przymiotnik) i czesciami zdania (np. podmiot, orzeczenie) nazywane jest
bardziej formalnie odpowiednio anotacja morfosyntaktyczna oraz anotacja typami relacji zalez-
noéciowych. Teza pracy jest sformutowana nastepujaco:

Sprzetowe realizacje ukrytych modeli Markowa o zredukowanej reprezentacji zmiennoprzecin-
kowej pozwalajg na analize sekwencji tekstowych z zadowalajgcq dokladnoscig wykorzystujgc
logarytmowane wersje algorytmow Viterbiego oraz Forward-Backward.

5 Zadania do wykonania

1. Opracowanie metody pozyskiwania istotnych danych tekstowych ze zrédet HTML:

e Opracowanie niezaleznego od jezyka grupowania obserwacji (sposéb binarny i wyra-
zeniowy) dla przestrzeni miedzytekstowych w Zrédtach HTML.

e Okreslenie kategorii semantycznych dla stanéw w modelu HMM do pozyskiwania
istotnych danych ze zrédet HTML.

e Realizacja edytora wizualnego do sprawnego oznakowywania tresci w aplikacji HMM-
Toolbox.

e Utworzenie bazy danych uczacych i testowych na podstawie artykutéow z portali in-
formacyjnych.

e Opracowanie trzyfazowego nauczania modelu HMM (wstepne szacowanie parame-
tréw, reczna korekta, koncowa reestymacja w wariancie treningu Viterbiego).

e Wyprodukowanie ukrytych modeli Markowa dedykowanych do pozyskiwania istot-
nych danych tekstowych ze zrédet HTML.

2. Opracowanie metody oznaczania tekstu czeSciami mowy i czeSciami zdania:

e Opracowanie jednolitego stylu agregacji n-gramowej obserwacji na podstawie morfe-
mow brzegowych z mozliwoscig stopniowego wygaszania wczeéniejszych afiksow.

e Utworzenie bazy danych uczacych i testowych na podstawie bankéw drzew sktadnio-
wych i zalezno$ciowych dla jezyka polskiego i angielskiego.

e Opracowanie dwuwarstwowej struktury z modelami HMM, gdzie przestrzen obser-
wacji na wyzszym poziomie zawiera informacje zaréwno z afikséw wyrazow, jak i
informacje o czesci mowy odkrytej przez model Markowa z warstwy nizszej.

e Wyprodukowanie ukrytych modeli Markowa dedykowanych do rozpoznawania w zda-
niach czesci mowy, grup frazowych i typow relacji zaleznosciowych dla jezyka polskie-
go i angielskiego.



3. Opracowanie metody opisu istotnych informacji w tekscie na réznych poziomach semantyki
leksykalnej:

e Disambiguacja znaczenia wyrazéw przez odkrywanie czeéci mowy dedykowanym mo-
delem HMM.

e Procedura rozmytego dopasowania (na podstawie zmodyfikowanego algorytmu Le-
venshteina) wyrazéw z lagodzeniem wplywu koncéwki fleksyjnej przy koniugacji i
deklinacji wyrazow w jezyku polskim.

e Migracja elementu leksykalnego. Uzyskany opis semantyczny na wyzszym poziomie
semantyki leksykalnej.

4. Sprzetowa realizacja modeli Markowa z mozliwoscia redukcji precyzji zmiennoprzecinkowej
przy zachowaniu zatozonej doktadnosci:

e Opracowanie lematu dla okreslenia numerycznie bezpiecznej dlugosci badanej sekwen-
¢ji obserwacji przy uwzglednieniu zredukowanej precyzji reprezentacji liczb zmienno-
przecinkowych.

e Opracowanie wydajnej sprzetowej jednostki wielu aproksymacji przeksztalcen loga-
rytmicznych i wyktadniczych.

e Realizacja algorytmu Bauma-Welcha dla sprzetowego zrownoleglenia petli.

e Przyspieszenie algorytmu Viterbiego przez zréwnoleglenie obliczen w przod i wyko-
nanie nawracania kawatkami.

6 Wartos¢ teoretyczna

Jak powszechnie wiadomo (Rabiner||1989), obliczenia w ramach HMM moga staé sie klo-
potliwe, zwlaszcza w przypadku dlugich sekwencji. Nawet jesli obliczenia te sa wykonywane w
przestrzeni logarytmicznej, nalezy pamietaé, ze istnieje zawsze pewna granica dlugoéci badanej
sekwencji, poza ktéra obliczenia moga staé¢ si¢ numerycznie niestabilne. Zjawisko to nalezy roz-
patrywaé¢ w parze z rozmiarem (szerokoscia bitowa) reprezentacji liczb zmiennoprzecinkowych.
W celu implementacji FPGA w dalszej czesci pracy zastosowana zostanie redukcja standardo-
wej reprezentacji o podwdjnej precyzji (64 bity) do precyzji: pojedynczej (32 bity), poléwkowej
(16 bitéw) lub éwiartkowej (8 bitéw). Przedstawiony w rozprawie lemat stanowi gléwny teo-
retyczny wynik pracy. Pokazuje on iloSciowo, w jaki sposéb mozna ustali¢ dlugo$é¢ najkroétszej
sekwencji niebezpiecznej numerycznie w terminach skrajnych prawdopodobienstw wystepuja-
cych w modelu HMM oraz przy pomocy zadanej szerokosci bitowej mantysy dla reprezentacji
zmiennoprzecinkowej. Wynik ten zostal opublikowany w pracy (Pietras & Klesk|2017)).

7 Wartosé praktyczna

Na potrzeby prac badawczych utworzona zostata w pelni samodzielna aplikacja HMM-Toolbox.
Aplikacja ta zawiera niezbedne zestawy narzedzi programistycznych w postaci przygotowanych
funkcji i algorytmoéw oraz graficzny interfejs uzytkownika usprawniajacy realizacje poszczegol-
nych zadan projektowych. Za pomoca HMM-Toolbox wyprodukowane (utworzone, skonfiguro-
wane, nauczone i zweryfikowane) zostaly liczne ukryte modele Markowa:

e Modele HMM przeznaczone do pozyskiwania informacji z zrédet HTML:

— model pozyskiwania treéci artykutéw z witryny www.onet.pl,

— model pozyskiwania tresci artykutoéw z witryny www.theguardian.com.
e Modele HMM przeznaczone do rozpoznawania cze$ci mowy w zdaniu:

— model do rozpoznawania czesci mowy dla jezyka angielskiego,



— model do rozpoznawania podstawowych czesci mowy dla jezyka polskiego,

— model do rozpoznawania rozszerzonych czesci mowy dla jezyka polskiego.
e Modele HMM przeznaczone do rozpoznawania typéw relacji zalezno$ciowych w zdaniu:

— model do rozpoznawania grup frazowych dla jezyka angielskiego,
— model do rozpoznawania typow relacji zaleznosciowych dla jezyka angielskiego,

— model do rozpoznawania typow relacji zaleznosciowych dla jezyka polskiego.

Na potrzeby wydajnej realizacji sprzetowej opracowana zostata seria algorytméw dedykowa-
nych pod implementacje FPGA projektowanych metoda ”dziel i zwyciezaj” . Bloki algorytmiczne
utworzone przez syntez wysokiego poziomu:

e Modul logarytmicznej wersji algorytmu Baum-Welch D&C (ze zintegrowanymi funkcjami
obliczeniowymi algorytméw Forward-Backward D&C, Gamma-Xi D&C oraz Numerator-
Denominator D&C).

e Modut logarytmicznej wersji algorytmu Viterbi D&C z nawracaniem kawaltkami.

Na potrzeby przyspieszenia rozszerzonej arytmetyki logarytméw zaprojektowana zostala (w
opisie VHDL) specjalna jednostka umozliwiajaca aproksymacje wielu przeksztalcen logarytmicz-
nych i wyktadniczych MLEAU (ang.Multiple Logarithm Ezponent Approzimation Unit)

e Projekt IP-Core dla MLEAU utworzony w jezyku opisu sprzetu VHDL. Do projektu przy-
pisany jest testbench oraz pliki dla symulacji Matlab.

8 Akceptacja wynikéw przez spotecznos¢ naukowg

Czasopisma i materiaty konferencyjne, w ktérych recenzenci oceniali wyniki badan:

e Information Systems in Management X VIII, (ISBN 978-83-7583-566-3), WULS Press War-
saw (2013).

e [EEE Xplore Digital Library, IEEE (2014).

e Przeglad Elektrotechniczny, Wydawnictwo Czasopism i Ksiazek Technicznych SIGMA-
NOT Spoétka z 0.0 (2015).

e AIP Conference Proceedings 1648, AIP Publisching (2015).

e Hard and Soft Computing for Artificial Intelligence, Multimedia and Security, Springer
(2017).

e Bulletin of the Polish Academy of Sciences: Technical Sciences (2017).

Konferencje, na ktérych zaprezentowano wyniki badan:

e IIT Ogdlnopolska Konferencja Naukowa ICT Young, Polska, Gdansk (2013).

e XI Ogolnopolska Konferencja Naukowa Systemy Informacyjne w Zarzadzaniu, Polska,
Warszawa (2013).

e XXIV International Conference on Field Programmable Logic and Applications, Niemcy,
Monachium (2014).
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e XX International Multi-Conference on Advanced Computer Systems, Polska, Miedzyzdroje
(2014).

e XII International Conference on Numerical Analysis and Applied Mathematics, Grecja,
Rodos (2014).

e XIX International Multi-Conference on Advanced Computer Systems, Polska, Miedzyz-
droje (2016).

9 Struktura i uklad pracy

Rozprawa sklada sie z osmiu rozdziatéw, bibliografii, oraz zalacznika. Pelny zakres pracy
sklada sie z 151 stron, 58 ilustracji oraz 36 tabel.

W rozdziale pierwszym przedstawione zostaly wyzwania z zakresu lingwistyki komputerowej
oraz przyktady zastosowania dedykowanych rozwigzan sprzetowych w celu akceleracji obliczen
zwiazanych z algorytmami uczenia maszynowego. W ramach wprowadzenia do analizy syntak-
tycznej i semantycznej przedstawiono przeglad opracowanych w tym celu systeméw. Ponadto
pokroétce opisano sposoby przypisywania kategorii syntaktycznych i semantycznych wyrazom
w analizowanym tekscie.

Rozdzial drugi zawiera przeglad algorytméw wykorzystywanych w obliczeniach ukrytych mo-
deli Markowa. Przedstawiona zostata w nim ogélna struktura zaréwno modelu, jak i wykorzy-
stywanych obserwacji. Ze wzgledu na rozwazania dotyczace stabilnosci numerycznej stanowigce
istotny element rozprawy, algorytmy zwiazane z modelami Markowa zostaly podane w tym roz-
dziale w dwéch wersjach: tradycyjnej (operujacej na prawdopodobienstwach) i logarytmowanej
(operujacej na logarytmach prawdopodobienstw). Zaprezentowana réwniez zostala metodologia
nauczania i reestymacjiE] parametréw modeli, ponadto pokrétce przedstawiono aplikacje HMM-
Toolbox, utworzong na potrzeby badan i eksperymentow przeprowadzonych w ramach rozprawy.

Trzeci rozdzial dotyczy danych tekstowych pochodzacych ze zr6det HTML. Opisane zosta-
ty w nim struktura jezyka HTML oraz sposoby reprezentacji danych. Przedstawiono historie
i przeglad technologii pozyskiwania informacji. Zaprezentowana zostala autorska metoda (nie-
zalezna od jezyka) stuzaca do pozyskiwania istotnych danych tekstowych oraz rozpoznawania
tresci wlasciwej z wykorzystaniem ukrytych modeli Markowa. Obszernie opisana zostata takze
procedura przygotowania i nauczania modelu. Uzyskane wyniki kategoryzacji danych ze zrodet
HTML podsumowuja te czesé pracy.

Czwarty rozdzial po$wiecony zostal analizie syntaktycznej i semantycznej. Przedstawiono
w nim przeglad metod konstruowania drzew sktadniowych. Wykorzystujac techniki nadzorowa-
nego nauczania maszynowego, dokonane zostato rozpoznawanie kategorii syntaktycznych oraz
typow relacji zalezno$ciowych w tekstach w jezyku polskim, jak i w jezyku angielskim. Do wy-
konania tego zadania wykorzystano zbiory drzew skladniowych, ktérych opis zawarto w tym
rozdziale (wraz z opisem zestawu rozpoznawanych kategorii syntaktycznych). Dodatkowo, z du-
73 szczegdlowoscig przedstawione zostaly takze: n-gramowy model obserwacji zorientowanej na
afiksy, sposoby konstruowania drzewa zaleznosci oraz sposoby okreslania podstawowych funk-
cji w strukturze zdania. Z kolei na potrzeby analizy semantycznej utworzone zostaty odrebne
zestawy stanéw modelu Markowa, opracowane na podstawie oznaczen drzew zalezno$ciowych
»Skladnica® dla jezyka polskiego (Hajnicz [2014) i ,,PropBank“ dla jezyka angielskiego (Pal-
mer et al.|[2006). Wyczerpujaco opisano procedure nauczania warstwowych ukrytych modeli
Markowa. W podsumowaniu rozdzialu, wyniki otrzymane dla prezentowanych ukrytych modeli
Markowa poréwnane zostaly z wynikami raportowanymi w pracach naukowych: (Surdeanu et al.
2008), (Iwakura & Okamoto|2008) i (Wroblewska; 2014, 2018)).

Rozdziat piaty skupia si¢ na opisie istotnych informacji, zawartych w tekscie, na réznych
poziomach semantyki leksykalnej. Pokrotce przedstawione zostaly w nim gléwne cechy sieci

“Pod pojeciem ,reestymacji“ rozumiane jest wielokrotne doszacowywanie parametréw modelu HMM na pod-
stawie danych uczacych zgodnie z procedura Bauma-Welcha znana pod nazwa ,,Baum—Welch reestimation* (Le-
onard E. Baum & Weiss||1970).
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semantycznej i pozioméw semantyki leksykalnej. Zaprezentowano metody disambiguacji i dopa-
sowywania wyrazéw. Korzystajac z zasobéw Slowosieci (ang. Wordnet)ﬁ oraz ustrukturyzowanej
formy informacji powstatej w wyniku analizy syntaktycznej i semantycznej opracowana zostala
metoda wielopoziomowego opisu relacji semantycznych wystepujacych w tekscie.

Szésty rozdzial poswiecono okreéleniu ram stabilnoéci numerycznej obliczen. Zaprezentowa-
no, a jednocze$nie udowodniano mozliwosé wystepowania warunkéw zapewniajacych bezpieczen-
stwo numeryczne ukrytych modeli Markowa o zredukowanej reprezentacji liczbowej pozwalaja-
cej na analize sekwencji tekstowych z zadowalajaca doktadnoscia, wykorzystujac logarytmowane
wersje algorytméw programowania dynamicznego.

W rozdziale si6dmym zaprezentowana zostala sprzetowa akceleracja algorytmoéw programo-
wania dynamicznego wykorzystywanych w obliczeniach ukrytych modeli Markowa. Korzystajac
z technik syntezy wysokiego poziomu utworzono w uktadzie FPGA architekture obliczeniowsa
o wysokim stopniu zréwnoleglenia opartg o jednostki przetwarzania stanéw. Przy sprzetowej
realizacji algorytmoéw wykorzystano metodologie projektows, ,dziel i zwyciezaj“. Dla wydajnego
dekodowania ukrytych éciezek w ramach modeli Markowa przedstawiono modyfikacje algorytmu
Viterbiego. Szczegdlna uwaga poswiecona zostala jednostce aproksymacji wielu funkcji loga-
rytmicznych i wyktadniczych ,MLEAU¢, ktora pozwala na wydajne obliczenia w dziedzinie
logarytmiczne;j.

Prace koniczy podsumowanie zawierajace wnioski na temat dokladnosci oraz skutecznosci
opracowanych metod.

SWordnet oraz Stowosieé¢ to fizycznie rézne (choé odpowiadajace sobie) zasoby. Warto zaznaczyé, ze tworcy
powstalych pézniej zasobéw polskich — Slowosieci — réwniez postuguja sie angielskim tlumaczeniem ,Wordnet .
W zwigzku z powyzszym w rozprawie te terminy uzywane sa zamiennie.
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10 Zawartos¢ pracy

10.1 Aplikacja HMM-Toolbox

Na potrzeby prac badawczych utworzona zostata w peilni samodzielna aplikacja zawierajaca
niezbedne zestawy narzedzi programistycznych w postaci przygotowanych funkcji i algorytméw
oraz graficzny interfejs uzytkownika usprawniajacy realizacje poszczegdlnych zadan projekto-
wych. Struktura tworzonego modelu jest w pelni konfigurowalna. Dodatkowe informacje opisu-
jace model rowniez sa dostepne i edytowalne z poziomu GUI. Ponadto HMM-Toolbox obstuguje
n-gramowy konfigurator obserwacji pozwalajacy na zdefiniowanie dlugoéci afiksow i prefikséw
oraz rzedu gramowosci.

Kolejne zaktadki aplikacji HMM-Toolbox prezentowane w rozprawie odpowiadajg typowemu
przebiegowi pracy uzytkownika z aplikacja:

e tworzenie modelu (zakladka Creation),

e uczenie nadzorowane modelu (zakladka Supervising),

e graficzna wizualizacja struktury drzewa (zakladka Treebank),

e zbiorczego oznaczania tresci (zaktadka Tagging),

e podglad pozyskiwanej informacji (zakladka Supervising),

e wpisywanie i rozpoznawanie nowego tekstu (zakladka Typing),

e opis informacji na réznych poziomach semantyki (zaktadka Wordnet),

e redukcja reprezentacji liczbowej (zaktadka Precision).

Ponadto w zaktadce Faxtraction znajduja sie przydatne funkcje importu, eksportu i konwersji
roznych struktur danych wykorzystanych podczas realizacji prac badawczych.

Rysunek |2 przedstawia HMM-Toolbox w trybie nadzorowania. W gtéwnym oknie aplikacji
widoczny jest tekst w jezyku angielskim. Dla kazdego wyrazu okreslona jest pewna kategoria
znaczenia syntaktycznego (przypisana do stanu w modelu), co jest zobrazowane przez pods$wie-
tlenie wyrazu odpowiednim kolorem.
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3 HMM Toolbox — [E] X
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B o ve bringing - . he had
and had confined himself [l
though ever formally stating
which

and more

it . then it vanished .

that he might find it again

passing By

since ceased to direct

that he had coms to believe

gven [l nimsert [ that he would remain a1l

alofe could alter . more than this J] 5ince [ [ 58 1onger entertained any

ceased to pelieve [l ( 2lthough he could not have expressly denied ) . he had grown 2lsd
which allowed him to set [Jlj one

just as he had never stopped to ask himself whether he would not

he had

have done better not going | knowing wery Weilll that if ne had accepted

Rysunek 2: Nauczanie i weryfikacja modelu w HMM-Toolbox.
(Zrédlo: opracowanie wlasne).

Aplikacja HMM-Toolbox, ze wzgledu na rozbudowane funkcje, pomocna jest réwniez w ce-
lach dydaktycznych szczegllnie podczas nauczania, weryfikacji i wizualizacji ukrytych modeli
Markowa.

10.2 Pozyskiwanie informacji z danych w formacie HTML

Zaproponowane zostaly ukryte modele Markowa, dokonujace klasyfikacji danych tekstowych
zapisanych w formacie HTML. Ponadto, dla danego ukrytego modelu Markowa mozliwe jest
okreslenie jakie byloby prawdopodobienstwo wygenerowania badanej Sciezki obserwacji. Praw-
dopodobiefistwo to mozna poréwnywaé miedzy poszczegdlnymi modelami w celu znalezienia
modelu dokonujacego najtrafniejszej kategoryzacji danych z formatu HTML. Warto podkresli¢,
ze zaprojektowany system informatyczny, ma pozwoli¢ uzytkownikowi bez specjalnego przeszko-
lenia (nie bedacemu programista) na odpowiednie oznakowanie tresci witryny internetowej i na
tej podstawie zostanie wygenerowany model.

W wyniku wstepnego sparsowania zrodta HTML otrzymywana jest sekwencja tokenow, kto-
ra to poddana zostaje odpowiedniemu podzialowi na zbiory tokendéw, wystepujace w osobnych
przestrzeniach miedzytekstowych. Na tym etapie wstepny parser przypisuje napotkanym ciggom
znakéw pasujaca kategorie. Tak wiec w tokenie przechowywana jest jedynie informacja o wykry-
tej kategorii i rodzaju znacznika, reszta informacji (ciag znakow, zawartosé znacznika, itp.) jest
tracona. W ten sposéb unikane sg niejednoznacznosci i btedy wystepujace w formacie HTML.

10.2.1 Przestrzen miedzytekstowa w formacie HTML

Tekstem zapisanym w jezyku naturalnym, wystepujacy pomiedzy znacznikami w formacie
HTML nazywaé bedziemy przestrzenia tekstowa, ktéra oddziela kolejne przedzialy przestrzeni
miedzytekstowej. Wystapienie kazdego przedziatu przypisane jest do dyskretnej chwili czasu t,
ponadto przyjmuje sie, ze dane zapisane w formacie HTML rozpatrywane sa chronologicznie od
gbéry do dotu; pierwszy rozpoznany zbiér wystepuje w chwili ¢ = 1, a ostatni t = T..
W rozprawie przyjeto, ze wystapienie znacznikéw jest cecha charakterystyczna dla danego prze-
dziatlu, dlatego zbiér znacznikéw w przestrzeni miedzytekstowej moze by¢ uzyty jako obserwacja
(w rozumieniu obserwacji HMM). Grupowanie znacznikéw w danym przedziale rozpatrywana
jest na dwa sposoby:
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e binarne — na zasadzie czy dany znacznik w ogole wystapil w danym przedziale miedzy-
tekstowym, bez wzgledu na kolejnosé czy liczno$é wystapien;

e W wyrazenia — znaczniki wystepujace w przedziale miedzytekstowym tworza unikatowe
wyrazenia, z uwzglednieniem ich kolejnosci, jak i licznosci wystapien.

Oba warianty poddane zostaly ocenie w celu okreslenia, ktéry z nich statystycznie lepiej grupuje
istotne informacje dla zadania pozyskiwania informacji.

10.2.2 Przygotowanie modelu HMM

W celu pozyskania tresci wlasciwej (takiej jak temat, tekst artykulu, autorstwo itp.) z portali
informacyjnych przygotowany zostal ukryty model Markowa. Kategorie utozsamiane ze stanami
w ukrytym modelu Markowa przedstawia Tabela

Numer | Nazwa stanu Opis

1 Inny elementy nieoznakowane

2 Link hipertacza i odnoséniki do innych stron

3 Menu elementy umozliwiajace poruszanie si¢ na stronie internetowej
4 Element szkieletowy | powtarzalne elementy tj, przyciski, etykiety, ramki, itd.

5 Temat temat artykutu

6 Podtemat temat rozdziatlu w artykule

7 Tekst wlasciwy tekst wlasciwy artykutu

8 Autor autor artykutu

9 Obraz wystepujace obrazy i grafiki

10 Tytut tytul strony internetowej

11 Miejsce i Czas czasoprzestrzenna informacja odnosnie artykutu

12 Opis opis tresci zawartej w artykule

13 Komentarz komentarze pozostawione przez uzytkownikéw

14 Reklama kazda wykryta forma reklamy

15 Udostepnianie elementy umozliwiajace udostepnianie artykulu w innych serwisach
16 Koniec strony stan wazny z punktu widzenia nauczania modelu

Tabela 1: Zestaw kategorii przypisanych do stanéw modelu.
(Zrédlo: opracowanie wlasne).

Prezentowany w Tabeli [1] zbiér stanéw okreslony zostal w sposéb empiryczny na podstawie
prac eksperymentalnych z wykorzystaniem réznych (mniejszych, wigkszych) konfiguracji zbio-
réw.

10.2.3 Wyniki dla pozyskiwania informacji

Eksperymenty z prototypem systemu wykazaly mozliwosé praktycznego zastosowania propo-
nowanej metody pozyskiwania informacji. Tabela 2 przedstawia wyniki precyzji dla pozyskiwania
informacji z witryn portalu internetowego www.onet.pl z wykorzystaniem obserwacji grupowa-
nej binarnie. W wyniku uczenia okre$lonych zostalo 341 réznych obserwacji binarnych (a wiec
mniej niz dla obserwacji wyrazeniowych). Ocena modelu na zestawie testowym wykazala, ze
tylko 3% (tj. 185) sposréd ponad 5 tysiecy przestrzeni miedzytekstowych nie udalo sie zidentyfi-
kowaé, stad otrzymaty one kategorie obserwacji ,,nieznana“. Precyzja identyfikacji dla obserwacji
nieznanych wyniosta 74.42% natomiast dla znanych obserwacji precyzja wyniosta juz 99.54%,
tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji wyniosta 99.09%.

Numer Nazwa stanu Precyzja dla zna- | Precyzja dla nie- | Precyzja
nych [%] znanych [%] calkowita (%]

1 Inne 97.69 76.24 96.45

2 Link 100 - 100

3 Menu 98.80 35.09 95.07

4 Element szkieletowy 98.72 86.36 98.54
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5 Temat 100 - 100
6 Podtemat 100 - 100
7 Tekst wlasciwy 98.85 100 98.86
8 Autor 100 - 100
9 Obraz 100 - 100
10 Miejsce i czas 100 - 100
11 Tytul 100 - 100
12 Opis 100 - 100
13 Komentarz 98.97 0.00 97.96
14 Reklama 99.68 - 99.68
15 Udostepnienie 100 - 98.95
16 Koniec strony 100 - 100
Razem 99.54 74.42 99.09

Tabela 2: Precyzja klasyfikacji informacji z artykuléw portalu www.onet.pl z wykorzystaniem
obserwacji grupowanej binarnie.
(Zrédlo: opracowanie wlasne).

Rysunek [3] ukazuje model Markowa uzyskany dla portalu www.onet.pl. Widoczne na rysun-
ku przejécia miedzy stanami maja okre$lony kierunek wyrazony strzatks oraz okreélone praw-
dopodobienstwo wyrazone wartoscia procentowa. W kazdym stanie widoczne jest poczatkowe
prawdopodobienstwo wystapienia oznaczone jako Pi. Stany pomocnicze (np. EndOfFile) oraz
stany ktore nie wystapily w procesie uczenia sa w modelu nieosiggalne i przedstawione jako
niepotaczone.

Rysunek 3: Model Markowa dla klasyfikacji artykuléw z portalu www.onet.pl.
(Zrédlo: opracowanie wlasne).

Wszystkie prezentowane w rozprawie grafy wizualizujace modele Markowa zostaly utworzone
z uzyciem oprogramowania Graphviz (Ellson et al.|2001)) bazujac na opisie struktury (w formacie
DOT) nauczonych modeli wygenerowanym przez aplikacje HMM-Toolbox.
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10.3 Syntaktyczna analiza tresci

W rozprawie analiza syntaktyczna przeprowadzona jest zaréwno dla jezyka angielskiego, jak
i polskiego, stad prezentowane sa tu dwa banki drzew: Penn Treebank dla jezyka angielskiego
oraz Sktadnica frazowa dla jezyka polskiego.

10.3.1 Wyboér modeli i danych uczacych

W trakcie prowadzenia badan sprawdzone zostaly rézne kombinacje oznakowanych syntak-
tycznie tekstow w celu wylonienia najkorzystniejszego podejscia. Dla jezyka angielskiego nie-
watpliwie najkorzystniej jest przeprowadzi¢ uczenie modelu w oparciu o dobrze znany bank
drzew Penn Treebank, ktéry to ma ugruntowang pozycje w dziadzinie lingwistyki komputerowej.
Struktura banku zawiera oznakowanie danych tekstowych na roznym poziomie syntaktyczno—
semantycznym, poczawszy od oznakowaniu tekstu czesciami mowy i czeSciami zdania, a konczac
na okresleniu funkcji semantycznych. Dla jezyka polskiego wybrany zostat bank drzew Sktad-
nica, bedacy najwiekszym zbiorem oznakowanych syntaktycznie i semantycznie zdan w jezyku
polskim. Ponadto, zaletg obu bankéw drzew jest ich szerokie rozpowszechnienie wiec i mozliwo$é
poréwnania otrzymywanych wynikéw rozpoznawania.

W wynikach ilo$ciowych raportowanych w dalszych czesciach tego rozdziatu doktadnosé dzia-
tania poszczegdlnych modeli Markowa oceniona zostata za pomoca miar: precyzji, czutosci oraz
F1. Przy czym kazda z tych miar byla wyznaczana na rzecz réznych klas rozpoznawanych w ra-
mach danego typu zadania. Klasy te sa utozsamiane z odpowiednimi stanami w modelach Mar-
kowa.

10.3.2 Model rozpoznawania kategorii syntaktycznych dla jezyka polskiego

Kategorie syntaktyczne dla jezyka polskiego przypisane do stanéw w ukrytym modelu Mar-
kowa okreslone w (Przepiorkowski et al.|2012)) jako klasy flekseméw przedstawia Tabela

Numer | Nazwa Opis Przyktady jezykowe

stanu stanu

0 unknown | Kategoria nieznana {}

1 subst Rzeczownik Skot“,  profesorowie, ,godzi-

ny“, komitetu“, ,pienigdze“

2 raet Czasownik pseudoimiestowow, jadat“, ,stal®, ,mial® ,zra-

2. ) 2 7 » J ”
nit“ ,doprowadzito “

3 qub Kublik (partykuta) Jnie®  jednak®,  réwniez*

»sie, ,chociaz“
4 prep Przyimek Lpod“, L w“ do“ ,przez®
113 113
’?0 ) ’7na
5 adj Przymiotnik olski “, ,czerwony*“, ,falszy-
2. J ” 7 22,
wej “, ,podstawowe “,  miodzi“

6 interp Interpunkcja o w5 S

7 punct Koniec zdania e

8 fin Czasownik forma nieprzeszia wjadam“,  jestes”,  przepra-

szam“, zjawia“, ,plynie*

9 ppron3 Zaimek trzecioosobowy Lon“  gemu”, jej“ ,jego

»g0 “

10 conj Spojnik wspotrzedny soraz“,  Jub®  lecz® i

wjednak “

11 ger Czasownik odstownik (rzeczownik od- | ,jadanie ~malowanie “,
czasownikowy, imiesléw odczasowniko- | ,zwiedzanie Ldokonaniu
wy) swykorzystywanie, ¢

12 ppas Imiestéw przymiotnikowy bierny wjadany “,  ,zaprezentowana

wzgubionym “,  zloZony, “

13 adv Przystowek LYhardziej“, kiedy “, ,obecnie

»osobiscie , ,dluzej“

17




14 impt Czasownik rozkaznik (wykrzyknik) SJjadaj“,  ,porzucaj, wyglg-
daj“, ,czyn*, ,pytaj“

15 comp Spojnik podrzedny wief Laby jednak® ,choc*
jesli®,  zeby“

16 inf Czasownik bezokolicznik Loyée, L skladaé®,  jadaé®
wenalezZé“, byc, marzyé“

17 Bedzie Forma przyszta czasownika by¢ Lbede “

18 pred Predykatyw Strzeba “, stychacé®, ,mozina”,
Sto“ dosé“

19 : Dwukropek I

20 brev Skrot LAre, mp 24 Jtys“

21 dot Wrylicznik e Htys. S Y proc. ©

22 num Liczebnik gléwny ,Sszesés, duzo“, ,wiele”, ,spo-
ro“ ,5% ,obie“

23 pcon Imiestéw przystéwkowy wspolezesny LJjadajgec©, rewanzujgc®, ,bio-
rgc”, ,tracgc*, ,notujgc”

24 ppronl2 Zaimek nietrzecioosobowy Sja’, tobie®, mas* ,mnie“

25 imps Czasownik bezosobowy jadano“,  przeprowadzono
LSwyryto “,  postawiono “

26 pact Imiestéw przymiotnikowy czynny sjadajgcy LSnaplywagjgce
Skierujgcy ¢, ,umacniajgeym
LS2Wygrzewajgcy ¢

27 aglt Aglutynant czasownika by¢ scheial  —em®, by —-m*
LSprawdzili -§my, ¢

28 interj Wykrzyknik fatyczny (emotikon) sach®,  psiakrew®, ,o kurcze*,
»precz

29 numecol Liczebnik zbiorowy Lszescioro “,  trojga”, ,dwoj-
giem “

30 siebie Siebie ,Ss0bg “, | siebie

31 adjc Przymiotnik predykatywny L2wesot”,  pewien®, ,gotow “

32 winien Czasownik typu winien (forma teraz- | ,winna® ,powinni

niejsza)

33 adja Przymiotnik przy-przymiotnikowy wpolsko-ukrainska
,chrzescijansko-narodowy
“ warminsko-mazurski ¢

34 adjp Przymiotnik po-przyimkowy »po polsku“,  po angielsku
»,od dawna®, ,po prostu“, ,po
cichu “

35 depr Rzeczownik forma deprecjatywna Lwprofesory “, ,stoiki“, ,chiopa-
ki, 2wyksztalciuchy “

36 burk Burkinostka somacku®, trochu®, ,na jaw*
2 dala“, ,na osciez”

37 XXX Cialo obce Lerrare,  humanum“,  howe-
ver“

38 _) Emotikon »"_) “! 257 “7 77'.d “’ »D; “

39 pant Imiestéw przystéwkowy przeszty! LS2wyprowadziwszy “, ,zjadlszy “
L»poznawszy “, ,stwierdziwszy ¢

Tabela 3: Kategorie syntaktyczne dla jezyka polskiego przypisane do stanéw w ukrytym modelu

Markowa.

(Zrédto: opracowane na podstawie (Przepidrkowski et al.||2012)).
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10.3.3 Wyniki rozpoznawania kategorii syntaktycznych dla jezyka polskiego

W wyniku uczenia okreslonych zostato 43 199 réznych obserwacji. Ocena modelu na zestawie
testowym wykazala, ze dla okolo 13.92% (tj. 9969 sposréd 73 945) wyrazen nie udalo sie ziden-
tyfikowa¢ pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana“. Precyzja
rozpoznawania obserwacji nieznanych wyniosta 52.94%, natomiast dla znanych obserwacji pre-
cyzja wyniosta juz 95.05%, tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji
w zestawie testowym wyniosta 92.47%. Calkowita czulo$é klasyfikacji dla wszystkich obserwa-
cji w zestawie testowym wyniosta 92.23%. Stad, miara F1 dla przedstawionego klasyfikatora
wyniosta 92.97%.

Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosc Miara F1
stanu | stanu znanych [%] | nieznanych [%] | wszystkich [%] | wszystkich [%] | wszystkich [%]
0 unknown | - - - - -

1 subst 97.03 50.04 79.10 97.34 87.28
2 praet 99.21 98.53 99.19 99.81 99.45
3 qub 95.61 - 95.61 91.04 93.27
4 prep 98.92 - 98.92 98.59 98.75
5 adj 95.24 - 95.24 94.66 94.95
6 interp 99.98 - 99.96 99.62 99.79
7 punct 97.33 - 97.33 98.39 97.86
8 fin 97.68 - 97.68 98.88 98.27
9 ppron3 99.51 - 99.51 97.31 98.39
10 conj 92.36 - 92.36 91.42 91.89
11 ger 72.50 - 72.50 75.96 74.19
12 ppas 87.00 - 87.00 83.84 85.39
13 adv 91.46 - 91.46 95.52 93.44
14 impt 100 - 100 88.73 94.03
15 comp 90.69 - 90.69 96.04 93.29
16 inf 99.01 - 99.01 99.01 99.01
17 Bedzie 100 - 100 99.37 99.68
18 pred 61.47 - 58.03 78.88 66.86
19 : 100 - 100 100 100
20 brev 95.77 - 95.77 97.29 96.52
21 dot 86.30 - 86.30 84.25 85.26
22 num 90.04 - 81.30 87.29 84.18
23 pcon 99.08 - 99.08 97.29 98.17
24 ppronl2 | 87.50 - 87.50 97.10 92.05
25 imps 100 - 100 100 100
26 pact 95.49 - 95.49 95.00 95.24
27 aglt 99.50 - 99.50 97.52 98.50
28 interj 92.31 - 92.31 51.85 66.40
29 numcol 100 - 100 98.88 99.43
30 siebie 100 - 100 99.27 99.63
31 adjc 100 - 100 100 100
32 winien 100 - 100 98.00 98.99
33 adja 93.34 - 93.34 93.33 93.33
34 adjp 92.86 - 92.86 86.47 89.55
35 depr 100 - 100 100 100
36 burk 100 50.00 72.50 62.5 67.13
37 XXX 100 13.21 57.02 66.7 61.48
38 -) 100 - 100 100 100
39 pant 100 - 100 100 100
Razem 95.05 52.94 92.47 92.23 92.97

Tabela 4: Dokladno$¢ rozpoznawania kategorii syntaktycznych z wykorzystaniem ukrytego mo-

delu Markowa dedykowanego dla jezyka polskiego.

(Zrédlo: opracowanie wlasne).
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10.3.4 Wybrane przyklady rozpoznawania kategorii syntaktycznych dla jezyka pol-
skiego
Ze wzgledu na rozbudowana strukture modelu Markowa stuzacego do rozpoznawania katego-
rii syntaktycznych, jego graficzna prezentacja (patrz Rysunek |5)) ograniczona zostala tu jedynie
do stanéw wykorzystanych w przyktadowym zdaniu. Niemniej jednak nalezy pamietaé, ze cal-
kowita przestrzen stanéw jest duzo wieksza. Przyklad zdania w jezyku polskim:

,Irzeba niestety przyznac, ze wielu ludzi nabiera sie na takie ktamstwa.“

root

pred qub inf interp comp ~num “subst ~fin ~qub—prep—adj subst —punct
Trzeba niestety przyzna¢ , ze wielu ludzi nabiera sie na takie ktamstwa

Rysunek 4: Przyktad rozpoznawania kategorii syntaktycznych z wykorzystaniem ukrytego mo-
delu Markowa.
(Zrédlo: opracowanie wlasne).

10,77
6371

Rysunek 5: Model Markowa prezentujacy prawdopodobienstwa przejs¢ miedzy wybranymi ka-
tegoriami syntaktycznymi.
(Zrédlo: opracowanie wlasne).
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10.3.5 Model rozpoznawania kategorii zalezno$ciowych dla jezyka polskiego
Reguty gramatyki jezyka polskiego réznia sie od tych wystepujacych w jezyku angielskim.
Niemniej jednak pewne analogie w nazewnictwie i stosowanych zasadach pozostaja ponad-
jezykowe. Jedna z takich zasadach jest budowa zdania SVO (ang. Subject Verb Object) okre-
Slajaca kolejnos¢ wystapienia podmiotu, orzeczenia i dopelnienia. Kategorie zaleznosciowe dla
jezyka polskiego przypisane do stanéw w ukrytym modelu Markowa przedstawia Tabela

Numer | Nazwa

<tani <tanm Opis Czeé¢ mowy Przyktady jezykowe
0 unknown Wyrazeme
nieznane
prep conj koto“ iak « iednak “
1 adjunct Przydawka adv adj qub #50L0 . < . n]® "ff ’
subst num Aipea’, yjuz’, ,100
. prep num Stytutu ™, terenie ™, qw®, 2%
2 comp Uzupetnienie subst ,na moim biurku“, ,do wlosow
jej nikt nie podskoczy “,
. . adj num LYkazdy z synow zalozyl
3 subj Podmiot subst rodzine “, ,choé¢ wszystko bylo
wsiedem plocien “
4 app Przylozenie subst wjego twarz, pan bog“
5 ne Skrot brev WY “godz Y, prof ¢
b adj ,robt grozne”, ,zostal
6 red Predykat ver “ o
P Y subst pOdany ) 77ten pOkOJ
Lzmaienta nazwisko
7 obj Dopelnienie conj num splandw czy idei”,
blizsze subst sktdre cig cieszq®,
»mozesz mie¢ wiecej “
8 punct Zna.k . punct interp P
koniec zdania . —
Dopelnienie Awydaje i si¢”,
9 obj_th d lp subst adj »daé mu obietnice
Da sze}z _ ,,zowiem wzm ze“
. opetniacz da sie zachowac ™,
10 comp-inf bezokolicznikowy verb »moze byc“, tylemowié o“
. ,co bylo przyczyng©,
11 pd chlzeiil:;tgz ad]Jj verb byl wsciekly
p z subst ,mozna zalozyé , Ze“
Z k N ;b ; . NP1
12 refl rerli‘li(];zsrylzljny qub L2bita sie”,  zjawi sie
»madry 1 uczynny
. Koniunkcja adj prep w20 duzo czy za mato
13 conjunct koordynowana num subst »PO miesigcu 1 trzech
dniach“, ,Bolka i Lolka “
d K k . . ) .
14 ,Cgli)rrlct in(t)él;;)ltrllnlijc?/jna interp conj wprzesadg, gdy“, ,calej, duzej i “
Zmacznik . . “ . o
15 neg negacii qub Lnte zniosta”, ,nie zdajgc
16 complm Uzupetiacz comp » 2 ludzie®, ,, iz Zywe”
. R »aby mogly wzigc™,
17 comp_fin Uzupehl.leme conj ad] »gtosno i wyrainie
okolicznikowe verb gdys kaz dego 2*
18 m Wyrazenie qub adj Hto tez wstyd®, 50 miliondw
We wielowyrazowe subst euro “, ,po prostu uznanie “
Odmiana »Jjak mogl em ™,
19 aglt ruchoma verb »9dyby m wiedzial*
20 cond Enklityka qub »stafo by sie”,
- warunkowa smusiato by nastgpic
abbrev . B
21 _punct Zmacznik skrétu punct sart . < prof .«
929 coord Konlunkc:]a conj qub ,,qle ‘,“,,a “,' .,,Iowniez ©
koordynujaca Jjako“, . miz
23 aux Pomocniczy verb ,moze zostac¢®, ,warto byto“
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24 pre_coord | Pre-koniunkcja conj walbo, to i tak“
Zmak

2 i . . 1 «“

5 interp interpunkeyiny interp 9
26 ne_ 1nt'e rp subst L1992 r . ¢ 13 czerwca®, ,np .“
adj num brev | —— — =
Zmacznik .
: h 113 4 t “
27 imp rozkazujacy qub, verb wniech pan®, ,mow teraz

Tabela 5: Kategorie zaleznosciowe dla jezyka polskiego przypisane do stanéw w ukrytym modelu
Markowa.
(Zrodlo: opracowane na podstawie (Wréblewska|2014)).

10.3.6 Wyniki rozpoznawania kategorii zalezno$ciowych dla jezyka polskiego

W wyniku uczenia okreslonych zostato 11 581 réznych obserwacji. Ocena modelu na zestawie
testowym wykazala, ze dla okolo 7.33% (tj. 785 sposréd 10702) wyrazen nie udalo sie ziden-
tyfikowa¢ pasujacej obserwacji, stad zostaly one przypisane do kategorii ,nieznana“. Precyzja
rozpoznawania obserwacji nieznanych wyniosta 59.26%, natomiast dla znanych obserwacji pre-
cyzja wyniosta juz 78.40%, tym samym calkowita precyzja klasyfikacji dla wszystkich obserwacji
w zestawie testowym wyniosta 76.78%. Calkowita czuloéé klasyfikacji dla wszystkich obserwa-
cji w zestawie testowym wyniosta 78.54%. Stad, miara F1 dla przedstawionego klasyfikatora
wyniosta 77.35%.

Warstwowy ukryty model Markowa, dla ktorego obserwacje stanowia

kombinacje afikséw wyrazéw i odkrytych dla nich kategorii syntaktycznych
Numer | Nazwa Precyzja dla | Precyzja dla Precyzja Czulosc Miara F1
stanu | stanu znanych [%] | nieznanych [%] | wszystkich [%] | wszystkich [%] | wszystkich [%]
0 unknown - - - - -
1 adjunct 81.02 75.49 79.86 83.25 81.52
2 comp 72.41 57.26 68.34 70.17 69.24
3 subj 80.08 67.11 72.29 65.72 68.85
4 app 73.70 - 73.70 73.88 73.79
5 ne 74.63 - 74.63 74.25 74.44
6 pred 71.73 59.81 62.11 80.25 70.02
7 obj 72.46 47.86 66.26 68.51 67.36
8 punct 91.74 - 91.74 98.94 95.20
9 obj_th 83.77 - 83.77 79.06 81.34
10 comp_inf 87.60 81.34 86.16 85.03 85.59
11 pd 81.83 - 81.83 82.90 82.36
12 refl 95.53 - 95.53 100 97.71
13 conjunct 81.30 25.92 67.84 61.77 64.66
14 coord_punct 41.50 - 41.50 44.09 42.75
15 neg 95.59 - 95.59 100 97.74
16 complm 81.67 - 81.67 88.87 85.11
17 comp_fin 74.34 - 74.34 86.67 80.03
18 mwe 84.26 - 84.26 67.92 75.21
19 aglt 95.63 - 95.63 100 97.77
20 cond 98.00 - 98.00 100 98.99
21 abbrev_punct | 66.19 - 66.19 100 79.65
22 coord 20.37 - 20.37 19.23 19.78
23 aux 80.28 - 80.28 59.74 68.50
24 pre_coord 50.17 - 50.17 50.00 50.08
25 interp 100 - 100 100 100
26 ne_ 100 - 100 100 100
27 imp 81.02 - 81.02 80.50 80.75
Razem 78.40 59.26 76.78 78.54 77.35

Tabela 6: Dokladno$¢ rozpoznawania kategorii zaleznodciowych z wykorzystaniem ukrytego mo-
delu Markowa dedykowanego dla jezyka polskiego.
(Zrodlo: opracowanie wiasne).
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10.3.7 Wybrane przyklady rozpoznawania kategorii zalezno$ciowych dla jezyka
polskiego
Ze wzgledu na rozbudowana strukture modelu Markowa stuzacego do rozpoznawania kate-
gorii zaleznoSciowych , jego graficzna prezentacja (patrz Rysunek [7]i @ ograniczona zostala tu
jedynie do stanéw wykorzystanych w przyktadowym zdaniu. Niemniej jednak nalezy pamietaé,
ze catkowita przestrzen standéw jest duzo wieksza. Przykltad zdania w jezyku polskim:

»,Sejm przyjat ustawe o finansowym wsparciu w nabywaniu mieszkania.

obj punet

comp

adjunct

‘ obj

subst verb subst prep adj subst prep subst|ger subst  punct

Sejm przyjat ustawe o finansowym wsparciu w nabywaniu  mieszkania

Rysunek 6: Przyktad rozpoznawania czesci mowy i czesci zdania w wykorzystaniem ukrytych
modeli Markowa.
(Zrédlo: opracowanie wlasne).

Rysunek 7: Model Markowa prezentujacy prawdopodobienstwa przejs¢ miedzy wybranymi ka-
tegoriami zalezno$ciowymi.
(Zrédlo: opracowanie wlasne).
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Przyktad zdania w jezyku polskim:

,Okresleniu daty sprzeciwialy sie otwarcie Francja, Hiszpania i Finlandia. ¢

pred
obj_th 3 refl adjunct subj punct
adjunct i i i conjunct coord-punct conjunct subj  conjunct ‘
subst  subst verb|praet qub  adv subst interp subst conj subst punct
Okresleniu daty sprzeciwialy sie¢ otwarcie Francja , Hiszpania i Finlandia

Rysunek 8: Przyktad rozpoznawania kategorii zaleznosciowych z wykorzystaniem warstwowych
ukrytych modeli Markowa.
(Zrédto: opracowanie wlasne).

Rysunek 9: Model Markowa prezentujacy prawdopodobienstwa przejs¢ miedzy wybranymi ka-
tegoriami zalezno$ciowymi.
(Zrédlo: opracowanie wlasne).
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10.4 Bezpieczenstwo numeryczne ukrytych modeli Markowa o zredukowanej
reprezentacji liczbowej

Jak juz wspomniano w (Rabiner|1989)), obliczenia w ramach HMM moga staé si¢ klopotliwe,
zwlaszceza w przypadku ditugich sekwencji. Nawet jesli obliczenia te sg wykonywane w przestrzeni
logarytmicznej, nalezy pamietaé, ze istnieje zawsze pewna granica dlugosci badanej sekwencji,
poza ktéra obliczenia moga sta¢ si¢ numerycznie niestabilne. Zjawisko to nalezy rozpatrywaé w
parze z rozmiarem (szerokoscia bitowa) reprezentacji liczb zmiennoprzecinkowych. W celu imple-
mentacji FPGA w dalszej czesci pracy zastosowana zostanie redukcja standardowej reprezentacji
o podwdjnej precyzji (64 bity) do precyzji: pojedynczej (32 bity), potéwkowej (16 bitéw) lub
¢wiartkowej (8 bitéw). Przedstawiony ponizej lemat stanowi gléwny teoretyczny wynik pracy.
Pokazuje on ilosciowo, w jaki sposob mozna ustali¢ dtugosé najkrétszej sekwencji niebezpiecznej
numerycznie w terminach skrajnych prawdopodobienstw wystepujacych w modelu HMM oraz
przy pomocy zadanej szerokosci bitowej mantysy dla reprezentacji zmiennoprzecinkowej. Wynik
ten zostal opublikowany w pracy (Pietras & Klesk|2017).

10.4.1 Lemat ,,0 dlugosci sekwencji niebezpiecznej numerycznie*

Niech p > 0 ¢ P > 0 oznaczajg odpowiednio najmniejsze niezerowe i najwieksze prawdo-
podobieristwa wystepujgce w modelu HMM (tj. skrajne prawdopodobienstwa z macierzy przejsé,
emisji lub rozkladu poczatkowego). Zaldzmy, Ze obliczenia sq wykonywane w ramach logaryt-
mowanej wersji algorytmu Viterbiego, a model jest przechowywany w ograniczonej reprezentacyi
zmiennoprzecinkowej z wykorzystaniem mantysy o szerokosci m. Wtedy, nagkrotsza sekwencja
niebezpieczna numerycznie — tj. taka, ktéra moze powodowaé bledy numeryczne wynikajgce z
ograniczonej reprezentacji nie zas standardowe bledy zaokrgglen — jest dlugosci

o (Qm—(logzllogpl—logzllog P|)+1) _ (1)

Dla przypomnienia warto podkreéli¢, ze chodzi tu o dokladny rzad asymptotyczny w od-
réznieniu od notacji duzego O (gérne ograniczenie asymptotyczne) czy tez duzego € (dolne
ograniczenie asymptotyczne). Innymi stowy, jezeli w naszym przypadku méwimy, ze niebez-
pieczna sekwencja ma dlugosé T* = © (f(m, p, P)), gdzie f to funkcja w powyzszym wzorze, to
oznacza to, ze istniejg pewne dwie stale c1, co takie ze oktadna wartos¢ T™ miesci sie w wideltkach:
c1- f(m,p, P) <T* <co- f(m,p, P).

Szkic dowodu: Zaaranzujemy sytuacje, w ktérej dla pewnej sekwencji obserwacji mozliwe be-
da tylko dwie éciezki Viterbiego o bardzo zblizonych prawdopodobienstwach. Poczatkowy dtugi
fragment sekwencji bedzie wskazywal na remis pomiedzy $ciezkami, dopiero dwie ostatnie obser-
wacje przewaza szale na rzecz jednej ze Sciezek (w przypadku obliczen dokladnych). Pokazemy,
ze w przypadku obliczen numerycznych w ramach logarytmowanej wersji algorytmu Viterbiego
mozliwe bedzie rozstrzygniecie przeciwne.

Dowdd: W notacji male litery beda wskazywaly na male prawdopodobienstwa (i skojarzone
z nimi logarytmy), duze litery beda wskazywaly na duze prawdopodobienstwa (i ich logarytmy).
Rozwazmy minimalne i maksymalne prawdopodobiefistwa w macierzach 7w, A, B (uwaga: w
przypadku minimalnych, chodzi o minimalne niezerowe):

pr=min{m; : 1 <i< N,m; >0}, I, = log pr,

pa =min{a;; : 1 <i,5 < N,a;; >0}, la =logpa,
pB:min{bik:1<i<N,1<k<M,bz-k>O}, lBZIngB, (2)
Py =max{a;;:1<4,j <N}, L =log Py,
PB:maX{bik:1<i<N,1<k<M}, LBZIOgPB.

Rozwazmy szczegdlny model HMM, w ktérym wazne sg tylko stany i emisje przedstawione przez
Rysunek
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W V) V3
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'DB

Pp q
a13 = Py ags = Pa
T = Pr
a11 = PA
Vi Va Vs
’ s )
PB E r E r
ag4 = Py as = Pa
Ty = Dr
as = DA

Rysunek 10: Szczegdlny model HMM dla lematu.
(Zrédlo: opracowanie wlasne).

Nalezy zaznaczy¢, ze przejécia pomiedzy stanami Sy i S sa niemozliwe, a1s = a1 = 0; a takze
ze wszystkie inne stany modelu S;>¢ (pominigte na rysunku) maja zerowe prawdopodobienstwa
emisji dla obserwacji: Vi, Vo, V3. Oprécz przejéé wskazanych przez Rysunek [10| stany Sy, ..., Sg
moga wykonywaé przejscia do innych stanéw S;s¢, jednakze te nie beda wazne w przyktadzie.
Prawdopodobienstwa emisji ¢, mozna traktowaé jak parametry, ktore zostang odpowiednio
dobrane dla rozstrzygnigcia remisu. Niech [, = logq i [, = logr. Przypusémy, Ze na wejsciu
pojawila sie nastepujaca sekwencja obserwacji do zbadania:

(‘/17‘/17'” 7‘/15‘/27‘/3)'
—_—
T-2

Latwo zauwazy¢, ze mozliwe sg tylko dwie Sciezki stanéw, ktére moglty wyprodukowaé powyzsza
sekwencje. Sa to:

(S1,51,...,51,53,55),
(S27 527 ceey SQ) 547 SG) .

Nazwijmy je odpowiednio Sciezka ,nieparzysta“ i ,parzysta“ (ze wzgledu na indeksy biorace
w nich udzial). Iloczyn prawdopodobienstw i odpowiadajaca mu suma logarytméw dla Sciezki
Hhieparzystej wynosza:

Pr DB PA-PB--.- PA-DPB-Pa-Pp-Pa-q, (3)
—_—— ——— —— —— ——
t=1 =2 {=T—2 t=T—1 (=T
le+lp+la+ilp+...+la+lp+La+Lp+La+li,. (4)
——— N — —_— ——— =
=1 =2 t=T—2 t=T—1 —T

Analogicznie dla Sciezki ,,parzystej“ mamy:

Pr DB PA DB - PA DB Pa-1-Pa-r, (5)
N—_—— N — ——— —\— ——
t=1 t=2 t=T-2 t=T-1 t=T
le+lp+la+ilp+...+la+lp+Lat+l+La+l. (6)
N——— N — N N N —
t=1 t=2 t=T-2 t=T-1 t=T

26



Przypusémy, ze w rzeczywistosci bardziej prawdopodobna jest §ciezka ,parzysta“ (tzn. w przy-
padku obliczen doktadnych). Oznacza to, ze spelniona jest nastepujaca nieréwnosé (po uprosz-
czeniu wyrazéw remisowych i zredukowaniu do samej koncéwki):

Pp-q <72 (7)

Jednoczesnie chcielibydmy pokaza¢ mozliwo$¢ bledu numerycznego polegajacego na zdarze-
niu, ze algorytm wskaze jako lepsza Sciezke ,nieparzysta“. Blad taki moze wystapi¢ wtedy, gdy
w chwili ¢ = T'— 1 dodanie wyrazu Lp (bliskiego zeru poniewaz Ppg jest maksymalne) do biezacej
sumy, ktora jest odpowiednio duzego rzedu, nie zmieni wyniku. A zatem chcemy spowodowaé
przeciwny kierunek nieréwnosci w zastepujac rownowaznie Pp jedynka ze wzgledu na nie-
rozroznialno$é wyniku, tj.:

1-q>r2, (8)

co, patrzac na sume logarytméw, odpowiada:

log1+logq > 2logr. (9)
Zatem, aby spelni¢ jednoczesnie i nalezy dobraé ¢ jako:

r? < q<1r?/Pg. (10)

Dla uproszczenia rozwazan numerycznych zaniedbajmy teraz rozréznienie pomiedzy praw-
dopodobienstwami pochodzacymi z A, B lub =; tj. utozsamijmy p4 = pg = pr = p oraz
Py = Pg = P, = P. Tym samym niech [y =lgp =1, =l oraz Ly = Lg = L, = L. Innymi
slowy interesuja nas tylko male i duze wyrazy (co do rzedu wielkosci) w sumie logarytmoéw. I
tak suma dla Sciezki ,nieparzystej upraszcza sie do

I+l+1+1+... + 1 +1 +L+ L+ L+, (11)
~—— = — ,
t=1  t=2 t=T—-2 t=T—1 =T

a suma @ dla sciezki ,,parzystej“ do
I+l+1+1l+...+ I+l +L+1,+L+1,. (12)
~—~— = M~ N N —
t=1  t=2 t=T—-2 t=T-1 t=T

Przed krytycznym momentem t = T — 1 biezaca wartos¢ obu powyzszych sum powstaje
poprzez dodanie 2(7'—2) logarytméw z maltych prawdopodobienstw, czyli wartoéci bezwzglednie
duzych; tatwo wymusié |l| > |L|. A zatem staramy sie¢ w szybkim tempie ,wyczerpa¢“ m cyfr
znaczacych (w bazie dwéjkowej) mantysy tuz przed dodaniem sktadnika L, ktory jest malego
rzedu. Wielko$¢ log, |L| mozna traktowaé wilasnie jako rzqd wielkosci L w bazie dwdjkowe;.
A zatem wspomniang sytuacje bledu, gdy nastepuje brak rozréznienia wyniku po dodaniu L,
mozna opisaé nieréwnoscia:

gmtosltlie 1
2(T — 2|l (13)

Licznik utamka reprezentuje rzad wielkosci maksymalnej mozliwej do zapisania liczby na man-
tysie szeroko$ci m po uwzglednieniu odjecia |logsy |L|| cyfr znaczacych krytycznego skladnika.
Mianownik reprezentuje tempo, w jakim wyczerpujemy ten dostepny rzad wielkoSci, poprzez
2(T — 2)-krotne dodawanie [ w poczatkowej fazie obliczen. Rozwiazujac ze wzgledu na T
(dlogo$¢ sekwencji) otrzymujemy:

2m7\10g2|LH+1
T2+ —or—

— 9 4 gmHlogy|LI+1 | glog, |20 14
=924 om-+logy|L|—logy|2!|+1 ( )

-2+ 2m—(10g2|2l|—10g2|L|)+1 = T*.
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Poki co pokazane zostalto, ze moga istnie¢ sekwencje niebezpieczne numerycznie o dlugosci
wiekszej od lub réwnej pewnej wartosci progowej, tj. przypadek : T' > T*. Biorac pod uwage sens
notacji duzego © w lemacie, aby dokonczyé¢ dowdd, nalezy jeszcze pokazaé przypadek T < T*—
ograniczajac tym samym z géry najkrétsza sposrod takich sekwencji. Tu wystarczy zauwazyd,
ze jezeli w naszym przykltadzie w poczatkowym fragmencie Sciezki wezmiemy pod uwage praw-
dopodobienstwa wiekszego rzedu niz minimalne p, to dodawane logarytmy prawdopodobienstw
nie wyczerpig tak szybko dostepnego zakresu. Tym samym sytuacja btedu nierozréznialnego
wyniku moze co najwyzej wystapi¢ pozniej. A zatem najkrétsza niebezpieczna sekwencja jest
dlugosci ©(T™). [ |
Uwaga (1).

Ze wzoru na T widaé, ze wazna jest réznica pomiedzy rzedami wielkosci logartyméw (tj.
log, 21| —logy | L|) ze skrajnych prawdopodobienstw w modelu HMM. Im ta r6znica jest wieksza,
tym mniej pozostaje swobodnych cyfr znaczacych w mantysie.

Uwaga (2).

O ile zewnetrzny logarytm oddajacy rzad wielkosci musi by¢ dwojkowy — logs . . . — tak wewnetrz-
ne logarytmy schowane w [ = logp i L = log P moga by¢ wyrazone w dowolnej podstawie.

10.4.2 Wplyw zredukowania precyzji zmiennoprzecinkowej modeli na dtugosé¢ ba-

danej sekwencji

Dla wszystkich przedstawionych ukrytych modeli Markowa okreslona zostata, wzgledem zre-
dukowanych precyzji zmiennoprzecinkowych, maksymalna dtugos¢ badanej sekwencji do ktorej
zagwarantowane jest bezpieczenstwo numeryczne obliczen. Zestawienie wplywu zastosowania
lematu dla modeli HMM dedykowanych dla syntaktycznej i semantycznej analizy danych tek-
stowych (wyliczanych w poléwkowej precyzji obliczeniowej) przedstawia Tabela

Nazwa ukrytego modelu Markowa Bezpieczna Procent btedéw Procent btedéw
dtugosé rozpoznawania rozpoznawania
badanej bez uwzglednienia z uwzglednieniem
sekwencji lematu lematu

Model z obserwacja agregowana bi- | 1048 5.35% 0.26%

narnie dla ekstrakcji z HTML (824/15400) (41/15400)

Model z obserwacja agregowana | 121 7.79%% 0.49%

wzrazeniowo dla ekstrakcji z HTML (1201/15400) (76/15400)

Model rozpoznawania czeSci mowy | 213 18.70% 0.26%

dla j. angielskiego (8859/47 370) (124/47 370)

Model rozpoznawania grup frazowych | 925 21.50% 0.25%

dla j. angielskiego (10194/47 400) (120/47 400)

Model rozpoznawania czeéci zdania | 32 77.40% 0.44%

dla j. angielskiego (44648/57 680) (256/57680)

Model rozpoznawania czeSci mowy | 332 16.71% 0.39%

dla j. polskiego (12396/74 182) (295/74182)

Model rozpoznawania czesci zdania | 37 21.35% 0.64%

dla j. polskiego (2285/10702) (69/10702)

Tabela 7: Zestawienie wplywu zastosowania lematu dla modeli HMM prezentowanych w rozpra-
wie wyliczanych w poléwkowej precyzji obliczeniowe;j.
(Zrédlo: opracowanie wlasne).

Nie uwzgledniajac lematu, rozpoznawanie zostato wykonane na petnej dtugosci sekwencji obser-
wacji (np. o dlugosci 15400). Natomiast przy uwzglednieniu lematu dltugo$é badanej sekwencji
obserwacji byla nie dtuzsza niz bezpieczna dlugosé sekwencji wskazane przez zastosowanie le-
matu dla danego modelu. Pomimo zastosowania lematu nadal w obliczeniach o zredukowanej
precyzji moze dochodzi¢ do bledéw zaokraglen, niemniej jednak wyniki przedstawione w Tabeli
dowodza, ze zastosowanie lematu jest konieczne dla zmniejszenia liczby btednie rozpoznanych
kategorii.
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10.5 Sprzetowa realizacja algorytméw uczenia maszynowego

10.5.1 Blok Forward-Backward D& C

Realizacja algorytmu Forward-Backward w dziedzinie logarytméw nie wymaga wspotczyn-
nikéw skalowania (znanych z tradycyjnej wersji tego algorytmu), poniewaz w dziedzinie loga-
rytmow obliczenia sg bardziej stabilne numerycznie i nie ma potrzeby stosowania dodatkowych
ulepszen. Warto zauwazy¢, ze bez wspotczynnikéw skalowania obliczanie do przodu i od tytu
moga by¢ wykonywane réwnoczesnie. Z punktu widzenia sprzetowej implementacji algorytmu
wspotezynniki skalowania wymagaja nie tylko dodatkowego nakladu obliczen, ale takze musza
by¢ przechowywane w pamieci FPGA dla catej badanej sekwencji obserwacji do dalszych obliczen
algorytmu Bauma—Welcha.

Rysunek przedstawiona diagram wizualizacji bloku algorytmicznego Forward-Backward
D&C. Zaréwno t jak i kolejne wizualizacje blokéw algorytmicznych w spdjny sposéb przedsta-
wiajg najwazniejsze cechy proponowanej struktury obliczeniowej.

Examined
| |
Sequence

fort=1toTdo

i |
' |
|
| MLEAU Forward-Backward :
: f forj=1to N create| forj=1to N create |
| o +_} elna(j,t) :
| g=x] ELOGSUM L |
' [ ls=y CTE T T T T iorT=1to N dol v |1
Exp=LUT(arg) o= — ) | '
P g gl | elna(it-1) ¢ elna | |
| g=y I L @n||
| S=X : \ | |
+=1 I A(i,j) |transitions :
Log=LUT(arg) acclay ! vector I
| & ' '
' [
: : B(i,O(T-t+2t))| emissions | O(T-t+2t) |
| | vector o(t) :
Exp=LUT(arg) | :
| |
| | ! :
| | : |
|
Log=LUT(arg) acclp | elnpB(i,T-t+1) L j;nﬁ :
E::I 'I | Tlam|
I ESE S S S S S S S S S :
|
| |

Rysunek 11: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z
algorytmem Forward-Backward D&C.
(Zrédto: opracowanie wlasne).

Blok algorytmiczny produkuje wartosci i 8 dla kazdego stanu wzgledem badanej sekwencji
obserwacji. Wektory « i 3 sa przechowywane w FPGA do dalszych obliczen przeprowadzanych
przez blok algorytmiczny Gamma-Xi.

10.5.2 Blok Gamma-Xi D&C

Wartosci v oraz ¢ odgrywaja kluczowa role podczas szacowania parametréw modelu HMM.
W sprzetowym wariancie dokonana zostala reorganizacja pracy algorytmu Bauma—Welcha taka,
ze reestymacja nowych parametréw HMM nastepowaé bedzie krokowo. Zamiast wyliczaé¢ v i &
dla catej badanej sekwencji obserwacji, wystarczajace jest okreslenie ich wartosci czastkowych,
co przedstawia Rysunek [12]
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Rysunek 12: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z
algorytmem Gamma-Xi D&C.
(Zrédlo: opracowanie wlasne).

W kazdej kolejnej chwili czasowej ¢ obliczane i normalizowane sg jedynie czastkowe wartosci v i ¢
wzgledem aktualnie badanej obserwacji o; i na ich podstawie, dokonywane jest réwniez czastkowa
wyliczenie licznika i mianownika w bloku Numerator-Denominator. Jednakze czastkowe wartosci
licznika i mianownika musza by¢ przechowywane i kumulowane oddzielnie dla kazdego stanu i dla
kazdej obserwacji. Oznacza to, ze pamie¢ FPGA musi by¢ w stanie jednoczesnie przechowywaé
zar6wno biezace parametry HMM (A, B, w), jak i nowe (A’, B’, 7). Koncowa reestymacja
parametréw odbywa sie w bloku algorytmicznym Numerator-Denominator.

10.5.3 Blok Numerator-Denominator D& C

Obliczenia bloku algorytmicznego Numerator-Denominator sa zorganizowane podobnie jak
w bloku Gamma-Xi. Czastkowe wartoéci v i & sa akumulowane odpowiednio w liczniku i mia-
nowniku oddzielnie dla kazdego stanu i dla kazdej obserwacji (patrz Rysunek . Oznacza to,
ze pamie¢ FPGA musi by¢ w stanie jednoczesnie przechowywaé zarowno biezace parametry
HMM (A, B, 7), jak i nowe (A’, B, ©). Po pelnym zakumulowaniu wartosci czastkowych (po
osiagnieciu ostatniej obserwacji w badanej sekwencji) dokonywana jest ostateczna normalizacja.
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Rysunek 13: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z
algorytmem Numerator-Denominator D&C.
(Zrédlo: opracowanie wlasne).

10.5.4 Sprzetowa realizacja algorytmu Viterbi D&C

W celu uniknigcia probleméw numerycznych algorytm Viterbiego rowniez jest obliczany w
dziedzinie logarytméw, w ktorej mnozenie prawdopodobienstw przej$é, emisji i wartosci maksy-
malnej zastepowane jest operacja sumowania. Sumowanie odbywa si¢ réwnolegle dla wszystkich
stanéw. Ostatnim etapem jest znalezienie stanu o najwyzszej wartosci prawdopodobienstwa
przejécia. W tym celu wystarczajace jest porownanie wszystkich prawdopodobienstw przejscia,
jednakze ta prosta procedura wymaga wykonania n (liczba stanéw) poréwnan sekwencyjnie.
Przyspieszenie tego kroku realizowane jest, przez zastosowanie metody: dziel i zwyciezaj. Ogdl-
na idea jest przedstawiona na Rysunek gdzie wyrdznione sa trzy bloki, a linie przerywane
przedstawiajg iteracyjne wykorzystanie zasobéw. W bloku sumacji ,Adding“, wykonywane jest
potréjne sumowanie zmiennoprzecinkowa dla warto$ci maksymalnej (uzyskanej z poprzedniej
iteracji) oraz prawdopodobienstwa emisji i prawdopodobienstw przejscia. W bloku poréwnywa-
nia ,Comparing“, wszystkie stany sa poréwnywane réwnolegle parami, co pozwala na wykonanie
procedury w logy n + 1 krokéw (gdzie n odnosi sie do liczby stanéw). Podejscie tutaj jest analo-
giczne do algorytmu sortowania merge-sort (Dhawan & Dehon|2015)), ktéry wymaga O(nlogn)
cykli obliczeniowych, aby uporzadkowaé wszystkie wartosci w n-elementowym wektorze. W przy-
padku algorytmu Viterbiego wazne jest znalezienie wartosci maksymalnej wektora, stad tylko
O(logy n) cykli obliczeniowych jest koniecznych.
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Rysunek 14: Wizualizacja bloku algorytmicznego przeznaczonego pod obliczenia zwigzane z
algorytmem Viterbi D&C.
(Zrodlo: opracowanie wlasne).

Technika D& C stosowana jest réwniez przy wykonywaniu bloku algorytmu nawracania w celu
zredukowania opdznienia zwiazanego z identyfikacje prawidtowej Sciezki stanéw dla catej dtugosci
badanej sekwencji obserwacji. W tym przypadku nawracanie dla diugich sekwencji podzielone
zostanie na rowne kawalki. W ten sposéb procedura nawracania jest wykonywana na kolejnych
odcinkach réwnolegle z wyliczaniem kolejnej iteracji (w przéd) w algorytmie Viterbiego.

10.5.5 MLEAU — jednostka aproksymacji wielu funkcji logarytmicznych i wy-
kladniczych

W celu skutecznego (z wysoka wydajnoscia i zadowalajaca precyzja obliczen) przeprowadze-
nia kosztownych obliczeniowo operacji w dziedzinie logarytméw, utworzona zostata specjalna
jednostka aproksymacji wielu funkcji logarytmicznych i wykladniczych MLEAU (ang. Multi-
ple Logarithm Exponent Approximation Unit). Dla przypomnienia — rozszerzona arytmetyka
logarytmiczna odbywa sie wedlug funkcji okreslonych w pracy . Dla sprawnego
przeprowadzenia tego typu obliczen proponowana jest jednostka MLEAU stanowiaca rozszerze-
nie algorytmu ICSIlog (Vinyals & Friedland|2008) przez dodanie funkcjonalno$é przeksztalcenia
wyktadniczego oraz interfejs réwnoleglego dostepu, co przektada sie na zysk w wydajnosci.
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Ogodlna architektura obliczeniowa
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Rysunek 15: Ogdlna architektura bloku aproksymacji dla przeksztatcenia funkcji logarytmicznej
i wykltadnicze;j.
(Zrédlo: opracowanie wlasne).

Przeksztalcenie logarytmiczne i wykladnicze jako operacje odwrotne wymagaja podobnych
dziatan. W zwiazku z tym ich szybka aproksymacja opiera sie na operacji indeksowania tablicy,
w ktérym mantysa argumentu zmiennoprzecinkowego przeksztalcana jest za pomoca tablicy
przegladowej (LUT) do odpowiedniej wartosci.
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11 Podsumowanie

W rozprawie przedstawiona zostala sprzetowa implementacja algorytméw programowania
dynamicznego stosowanych w ukrytych modelach Markowa przeznaczonych do syntaktycznej
i semantycznej analizy danych tekstowych. Na potrzeby prac badawczych opracowana zostala
aplikacja HMM-Toolbox, pozwalajaca na tworzenie, zarzadzanie, uczenie i testowanie ukrytych
modeli Markowa.

Dla pozyskiwania istotnych danych tekstowych ze zrodet HI'ML zaprojektowano model Mar-
kowa, proponujac dwa style obserwacji z przestrzeni miedzytekstowej: znaczniki grupowane bi-
narnie i znaczniki grupowane w wyrazenia. Nauczanie modeli przeprowadzono etapami w sposob
nadzorowany z uwzglednieniem kroku zwiazanego z treningiem Viterbiego. Etap znakowania
treéci witryn internetowych przeprowadzono z wykorzystaniem funkcji zbiorczego oznaczania
treéci w aplikacji HMM-Toolbox. Oba modele wykazaly bardzo wysoka doktadnosé rozpoznawa-
nia tresci wlasciwej (powyzej 98%), przy czym obserwacja oparta o grupowanie binarne lepiej
radzita sobie przy klasyfikacji nieznanych przestrzeni miedzytekstowych. Cecha ta jest o tyle
wazna, ze przy ocenie zmieniajacej sie¢ w czasie struktury witryny internetowej nauczony model
przez dtuzszy okres dostarcza poprawnych wynikow klasyfikacji. Opracowana metoda pozyskiwa-
nia istotnych danych ze Zrédel HTML bazuje gléwnie na przestrzeni miedzytekstowej (zestawy
znacznikéw HTML), a tym samym jest niezalezna od jezyka witryny internetowej.

W zadaniach oznaczania tekstéw czeéciami mowy i czeSciami zdania opracowano wiele au-
torskich modeli Markowa rézniacych sie zaréwno przestrzenig standéw jak i zestawem mozliwych
obserwacji. Niemniej jednak dla wszystkich modeli zaproponowano jednolity styl obserwacji na
podstawie morfeméw brzegowych tworzonych przez zadanej dlugoéci afiksy wyrazow z mozli-
woscig stopniowego wygaszania wezedniejszych afikséw. Ten rodzaj obserwacji pozwala na okre-
Slenie precyzji odwzorowania wyrazéw, co pozwala na zredukowanie licznosci dla n-gramowego
zestawu obserwacji.

Przy oznaczaniu tekstu czesciami mowy obserwacje w ukrytym modelu Markowa stanowity
morfemy brzegowe bedace nosnikiem informacji o znaczeniu syntaktycznym wyrazu. Nauczanie
modeli wykonane zostalo w oparciu o bank drzew skladniowych (dla jezyka angielskiego Penn
Treebank, a dla jezyka polskiego Skladnica frazowa). Dla obydwu jezykéw osiagnieto wysoka
dokladno$é rzedu 95% dla wyrazéw grupowanych w ramach znanych afiksow.

Dla jezyka angielskiego dokonany zostal podzial zdania na czedci stanowiace grupy frazowe.
Dokonano oceny skutecznosci rozpoznawania grup frazowych przez pojedynczy jak i dwuwar-
stwowy ukryty model Markowa. W pojedynczym modelu przestrzen stanéw i obserwacji bez-
posrednio wynika z bazy danych uczacych. Dla dwuwarstwowego ukrytego modelu Markowa,
przestrzen obserwacji na wyzszym poziomie zawiera informacje zaréwno z afikséw wyrazow,
jak i informacje o cze$ci mowy odkrytej przez model Markowa z warstwy nizszej. Doktadnosé
klasyfikacji czterech najbardziej znaczacych grup frazowych z wykorzystaniem dwuwarstwowe-
go modelu wyniosta okoto 93%, podczas gdy stosujac pojedynczy model, otrzymywany wynik
rozpoznawania byl o 10 punktéw procentowych stabszy.

Warstwowe ukryte modele Markowa zostaly zastosowane réwniez przy rozpoznawaniu typow
relacji zalezno$ciowych w zdaniu. Zarowno w jezyku angielskim jak i polskim model Markowa
w nizszej warstwie dostarcza informacji o rozpoznanej cze$ci mowy, natomiast model z wyz-
szej warstwy dokonuje koncowej klasyfikacji czedci zdania. Zaproponowana warstwowa struktura
klasyfikacji osiggneta zadowalajacy wynik, pozwalajac na prawidlowe rozpoznanie co najmniej
siedmiu z dziesieciu zadanych kategorii zaleznosciowych.

Informacje o znaczeniu syntaktycznym wyrazéw w zdaniu uzyskane w wyniku klasyfikacji
czesci mowy (przy pomocy ukrytego modelu Markowa) pozwolily na disambiguacje syntaktycz-
na, co jest niezbedne przy korzystaniu z sieci semantycznej typu Wordnet. Umozliwito to trafne
odkrywanie hiponimii i hiperonimii wyrazowej, a tym samym opis informacji na réznych po-
ziomach semantyki leksykalnej. Informacje o funkcji wyrazéw w zdaniu dostarczone w wyniku
przypisania im kategorii zaleznosciowych (przy pomocy warstwowych ukrytych modeli Markowa)
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pozwolily na odkrywanie relacji semantycznych niezbednych przy tworzeniu opisu semantyczne-
go.

Przedstawione algorytmy programowania dynamicznego wykorzystywane w obliczeniach ukry-
tych modeli Markowa zostaly z powodzeniem zrealizowane sprzetowo w logice programowalnej
uktadu FPGA. Struktura algorytmiczna zostata utworzona wykorzystujac synteze na wysokim
poziomie HLS, natomiast kosztowne obliczeniowo przeksztalcenia logarytmiczne i wykladnicze
realizowane sa wedtug autorskiego pomystu przez wyspecjalizowang autorska jednostke aproksy-
macji MLEAU utworzona w jezyku opisu sprzetu. Tym samym powstata architektura zapewnia
wysoka wydajnosé obliczeniowa przy jednoczesnym zachowaniu elastycznosci. Dzigki HLS mozli-
we jest tatwe dopasowanie architektury do ilosci i rodzaju alokowanej pamieci, wykorzystywanej
precyzji obliczeniowej oraz stopnia zréwnoleglenia.

Przeprowadzanie efektywnych i bezpiecznych numerycznie obliczen algorytméw dedykowa-
nych dla ukrytych modeli Markowa o zredukowanej reprezentacji zmiennoprzecinkowej wymaga
nalozenia pewnych ograniczen na dlugo$é badanej sekwencji obserwacji. Przedstawiony i udo-
wodniony w rozprawie lemat o bezpieczenstwie numerycznym ukrytych modeli Markowa nadaje
ramy obliczeniowe gwarantujace stabilnos¢ numeryczna i jednoczesnie stanowi uzasadnienie sta-
wianej w rozprawie tezy.
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